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1. 序論
1.1 背景

文献中に記述された情報を抽出して，利用する研究が盛んに行われている [5–7]．論文やWeb

ページのような文献中に記述された情報は，人間が普段の生活で使用する自然言語によって表現

されており，構造化されていないため，情報を利用するためには人間が文献を読んで解釈する必

要がある．しかしながら，人が読める文献の数や一度に把握可能な情報量は限られており，大規模

な文献を調査するのは困難であるため，コンピュータによって機械的に自然言語で記述された情

報を処理する自然言語処理技術が求められている．文献中の情報を利用するためには，文献中に

記述された情報を構造化する情報抽出技術が必要である．

文献中からの抽出対象の情報は，必要な語句の集合や表形式，グラフ形式といったような様々な

形式で表現可能で，その抽出も様々な形式の情報に適した抽出手法が必要である．既存のタスク

の抽出対象は，文献中に記述されている人名や場所といったような固有表現を抽出する固有表現

抽出，その固有表現同士の間の関係性を抽出する関係抽出 [8–10]や，表形式の情報抽出 [11]，出

来事を抽出するイベント抽出 [12]，合成手順コーパスのようなグラフ形式の情報の抽出 [1]といっ

たような形式があり，それぞれに対して特化した抽出手法が提案されている [5, 13,14]．

このように，様々な形式の情報抽出を行うために，それぞれに特化した情報抽出器を利用する

ことで，高い性能での抽出が試みられている．しかしながら，それぞれに対して特化したモデルを

作成するのはコストが高いという問題点がある．それぞれの形式に特化したモデルを作成するた

めには，その形式に沿った手法を開発する必要がある．深層学習を用いた手法では，事前学習モデ

ルを用いて出力部のみを変更することでモデルを作成する方法 [15]も考えられるが，特化したモ

デルと比較すると性能が不十分な場合がある [16]．

情報を表現する形式の一つとして，グラフ構造がある．グラフ構造は節点と，節点同士を関連性

に基づいて結びつける辺の集合で表現できる形式であり，様々な情報を包括的に表現可能な形式

1
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図1: 合成手順コーパス [1]における文章の例 [2]

の一つである．例えば，用語とその用語間の関係を抽出する関係抽出では，用語を節点，用語ペア

間の関係を辺として定義することでグラフ構造として表現可能で，表形式は表の見出しとセルを

節点として，見出しとその見出しに対する情報を辺で結びつけることで表現可能である．グラフ

形式の情報を抽出可能な手法では，グラフ形式の情報に落とし込むことで，一つの手法で色々な

形式の情報を抽出することが可能になる．

材料分野では，論文中に記述された材料の合成プロセスなどの情報を抽出し，検索システムや

新規材料探索に役立てて，開発コストを削減する研究が注目されている [1, 11, 17, 18]．中でも無

機材料分野では，新規材料を合成するための画一的な理論がなく，合成に必要な知識が人間の知

識依存になるため，論文中から情報を抽出して構造化することで，検索や新規材料探索に利用す

ることによって開発コストを低減する技術が期待されている [1, 11, 18]．無機合成のためには専門

家によって条件を定める必要があり，例えば熱する温度や時間，混合する際の溶媒といったよう

な条件は人手で経験に基づいて定める必要がある．合成プロセス情報は，プロセスの操作や材料

などの情報を節点として，操作の進行や操作への材料の投入といった辺を定義することで，グラ

フ構造として定義可能である．

本研究では，グラフ構造の抽出に取り組み，高い需要がある無機合成における合成プロセスを

対象にグラフの抽出を行う．無機合成の解析のために様々なコーパスが提案されていて，Mysore

ら [1] は無機材料文献に対して材料や操作の扱いや数値条件などをフローグラフとして合成プロ

セスをタグ付けした合成手順コーパスを提案し，Kuniyoshiら [18]は無機材料文献の中でも全固
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図2: 図 1から抽出した正解のグラフ

体電池に関する文献内の合成プロセスに対してタグ付けした．図 1は合成手順コーパスの一部を抜

き出したもので，フローグラフとしてタグ付けされており，これをグラフとして表現した合成プ

ロセスが図 2である．このグラフの抽出のためには節点となる用語の抽出と，その節点間の条件付

けや材料の投入，プロセスの進行などの関係を表す辺の抽出が必要だが，本研究ではまずグラフ

の辺の抽出に取り組む．このようなフローグラフとして記述されている合成プロセスの辺抽出で

は，操作の進行のような内容は複数文に渡って記述されることが多く，文をまたいで記述されて

いる用語同士を結びつける必要がある．

このプロセスのグラフの辺を抽出するのに似たタスクとして，文献中に記述された用語ペア間

の関係を抽出する関係抽出タスクがある．関係抽出手法を利用して辺抽出するためには文をまた

いだ語同士の関係抽出である，文間の関係抽出手法が必要となる．しかし，既存の用語間の関係抽

出手法では，一文中に記述された用語同士の関係抽出手法 [5–7]がほとんどであり，文をまたぐ関

係の関係抽出手法の提案は少ない [19]．また，文をまたいだ関係の抽出では，詳細なタグ付けが難

しいことから，ほとんどが機械的にタグ付けされたデータに対する抽出の遠距離教師あり学習に

対するタスク [20,21]に対する手法しか提案されておらず，教師あり学習のための手法は確立され

ていない．合成プロセスの抽出の場合，全体的な整合性から行われる操作の順番などを定める必

要があり，例えば，温度などの条件はその操作に用いられる材料とその他に行われる操作，完成す

る生成物を考慮した上で定める必要があるため，周囲の関係も考慮して辺を抽出しなければなら

ない．しかしながら，多くの文間の関係抽出手法 [6, 19]では，部分的に用語ペア同士の関係のみ

3



に着目して辺となる関係を抽出しており，抽出される情報全体を考慮できていない．

1.2 目的

本研究では抽出する情報をグラフ構造として扱うことで，グラフ構造の情報抽出タスクに利用

可能な抽出器を提案し，広く一般的に適用可能かつ高い性能での情報抽出を可能にすることを目

的とする．グラフ構造は様々な情報を表現可能な構造で，例えば表のような構造ではそれぞれの

セルを節点として扱い，その節点同士を表の情報を損なわないように辺でつなぐことで表現可能

である．グラフ構造の情報抽出器を作成し，様々な情報抽出タスクの抽出対象をグラフ構造とし

て扱うことで，様々なタスクに対して特化したモデルを利用せずに，一つの手法での抽出を可能

にする．

情報をグラフとして扱うことで，グラフの視点での表現が獲得できる．グラフの視点で導入し

た表現は，グラフとしての整合性を保つために利用可能である．例えば合成プロセスの抽出では，

一般的な用語間の関係を抽出するのとは異なり，それまでに投入された材料や今までの操作に基

づいて，その次のプロセスが定まる．合成プロセスを単純な節点と辺の集合として抽出するので

はなく，一続きのグラフとして抽出することで，プロセスとして整合性のある抽出を可能にする．

グラフの抽出は既存のグラフを事後編集して正しいグラフへと近づけるようにすることで行う．

実際に企業などが利用する技術として，導入コストが低い技術が求められている．深層学習技術

が発展したのは近年であることから，実際に導入するためには，既存のシステムを大幅に改修す

る必要があり，その改修コストが大きいと費用対効果が悪くなり導入する利点が小さくなるとい

う問題点がある．そこで，既存のグラフを事後編集するモデルとすることで，既存のシステムで抽

出されている情報をグラフに変換し，グラフを正しくなるように編集することで，深層学習を導

入した性能が高い抽出を導入できる．さらに，既存の抽出されたグラフがない状態を初期状態と

して，既存のシステムを利用しない抽出も可能であることを示す．

本研究ではまず，節点については正解の情報を利用して，辺の抽出に取り組む．グラフの抽出を

編集によって実現することから，辺と節点の編集が必要となる．しかしながら，節点の編集を行う

4



場合では，節点が変更されるため，辺の扱いが難しい．そこで，本研究ではまず編集が容易な辺を

対象に取り組む．

情報抽出タスクであることを考慮し，文脈上とグラフ上の整合性がとれた抽出が可能なモデル

を提案し，更に利用性を高めるために，既存のグラフを事後編集するモデルでこれを実現する．そ

のための手法として，人手で作成されたルールを利用するルールベースの抽出器で抽出されたグ

ラフを深層学習モデルによって編集することで，文脈とグラフ全体での整合性がとれたグラフを

抽出する．モデルでは文脈を考慮するために，用語の表現に大規模文献から言語の一般的な特徴

を学習した事前学習モデル [3, 22]の出力を利用し，その表現をルールベースの抽出器から得られ

たグラフの節点に配置し，グラフ畳み込みネットワーク（GCN）[23]で辺に沿って情報を伝播さ

せることでグラフの整合性を考慮する．

1.3 貢献

本研究の貢献は以下の点である．

• 文献からの情報抽出をグラフの抽出として定式化し，文脈とグラフの両者の観点での整合

性をとる試みを行った．グラフの抽出として定式化することで，グラフとして表現可能な

様々な情報抽出タスクに適用可能なモデルを提案した．文脈とグラフの両者の観点で整合

性をとるために，文脈の観点では Transformerベースの事前学習モデルを利用して得られ

る文脈情報を含んだ用語の表現を各節点に配置し，GCNによって辺に沿って節点の情報を

伝搬させることで，文脈情報に加えてグラフの構造情報を明示的に付加したベクトルから

辺の分類を行うモデルを利用した．

• グラフの編集モデルによって，既存のグラフを編集する手法を提案した．既存のグラフとし

て，辺が全く接続されていない節点のみのグラフを編集してグラフを抽出した場合と，ル

ールによって抽出したグラフを入力して編集した場合を比較して，ルールによって抽出さ

れたグラフを編集したほうが高い性能での抽出が可能であることを示した．一方で，辺が
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ない節点のみのグラフを編集して辺を徐々につける場合でも，一定の性能が得られること

を示した．

• 合成プロセス抽出におけるグラフの抽出において，簡単な問題から難しい問題へと順番に

解くことで，性能が向上することを示した．グラフの編集モデルでは，辺を編集する操作を

順番に行い，その順序を文章中で隣接している節点同士から順番に，徐々に離れている節

点同士の辺を編集するようにすることで，係り受けのような関係がわかりやすい簡単な問

題から，徐々に離れて関係性がわかりにくい難しい問題へと解き進めるようにした．この

操作によって，性能が向上することを示した．

• グラフの抽出器を利用して，合成プロセス抽出に取り組み，最先端の結果が得られた．需要

の高い情報である無機材料文献における合成プロセスをまとめたコーパスである合成手順

コーパスに対する抽出で，ルールで抽出したグラフと比較して，マクロ F 値において 0.1

ポイント程度の向上が見られ，最先端の結果が得られた．

1.4 構成

本論文の構成は，本章を含めて全 5章からなる．2 章では本研究に関連する研究について述べ

る．そして，3 章では提案手法について述べる．提案手法はグラフを文脈上とグラフ上での整合性

を考慮した深層学習モデルによる辺の分類器を利用して編集するモデルである．4 章では，提案手

法によってルールベースの抽出器の出力を編集するモデルについて評価し，5 章ではまとめと，今

後の課題について述べる．
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2. 関連研究
本章では関連する研究について述べる．2.1 節では構造化された情報が付加された文献集合であ

るコーパスの内，本研究で抽出の対象とする合成プロセスの文献と関連するコーパスについて述

べる．2.3 節では類似の手法である，用語とその間の関係を抽出する関係抽出手法について述べる．

2.4 節では深層学習モデルとそのもととなるニューラルネットワークについて述べる．2.5 節では，

ニューラルネットワーク構造の一つである Transformer [24]と，Transformerを利用して言語の

基本的な情報を学習した事前学習モデルについて述べる．2.6 節ではグラフの特徴を得るためのニ

ューラルネットワーク構造のグラフ畳み込みネットワークについて述べる．

2.1 合成手順コーパス

本研究では，Mysoreらが作成・公開した，材料の作成手順である合成プロセスがタグ付けされ

ている合成手順コーパス [1]からの合成プロセス抽出を対象とする．合成プロセスは材料の合成手

順を示しており，図 1のように，材料や操作などの合成プロセスに関する用語を節点・材料の投入

といったような用語同士の関係性を辺として，文献上にグラフが直接タグ付けされている．合成

手順コーパスでは，用語ラベルは表 1に，辺ラベルとその辺ラベルが取りうる始点（Head）と終

点（Tail）を表 2に示し，各辺の役割を表 3に示した．以降，ある Headと Tail間の辺を（Head

の用語ラベル）–（Tailの用語ラベル）として表現することとする．Operation–Material間

の辺については，イベント [25,26]としてタグ付けされているが，変換することでグラフとして扱

うことが可能である．

無機材料分野では，材料合成のための確実な理論がなく，熟練した技術者が操作の方法や温度

条件と言ったような条件を定める必要があり，開発コストが高くなってしまう．そこで，データ駆

動の手法によって，既存の文献から材料を合成する手順である合成プロセスを抽出して利用する

ことで，新規材料探索や検索システムに利用する動きがある [1,11,18]．Kononovaら [11]は固体
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合成の合成プロセスをまとめ，大規模なコーパスを作成した．Kuniyoshiら [18]は無機材料の中

でも全固体電池に関する文献中の合成プロセスに限定したコーパスを作成し，その抽出に取り組

んだ．このように，無機材料の合成プロセス情報は需要が高いことから，本研究の抽出対象は合成

プロセスがタグ付けされたコーパスである合成手順コーパスを対象に抽出を行う．

文章で記述された手順を構造化することで利用性を高める必要があり，情報抽出技術によって

構造化することが求められている．人間が何かを行うための行動や操作などを順序建ててまとめ

たものを手順といい，手順は様々な場面で文章化される．例えば，料理の手順では構造化された手

順と文章が結び付けられたコーパス [27]だけでなく，kurashiru*1や cookpad*2と言ったようなウ

*1 https://www.kurashiru.com/
*2 https://cookpad.com/

表1: 合成手順コーパス [1]の用語ラベル

用語ラベル 説明
Operation 操作
Material 材料

Property-Misc 材料に関するその他の条件
Nonrecipe-Material プロセスに関連しない材料

Property-Unit 材料に関する条件となる単位
Number 数値

Amount-Unit 材料の量に関する単位
Condition-Unit 操作に対する条件となる単位
Condition-Misc 操作に対するその他の条件
Amount-Misc 材料の量を示す条件

Material-Descriptor 材料に関する形状などの条件
Apparatus-Descriptor 装置に関する条件
Synthesis-Apparatus プロセスに利用する装置

Characterization-Apparatus 顕微鏡などの評価のための装置
Property-Type 材料に関する数値条件に対する条件
Condition-Type 操作に関する数値条件に対する条件

Apparatus-Property-Type 装置に関する数値条件に対する条件
Apparatus-Unit 装置に対する数値条件の単位

Brand 材料や装置のブランド
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ェブページにまとめられた文章もある．このような文章で記述された料理のレシピを解釈し，ロ

ボットで自動的に調理する研究 [28]も行われており，文献として記述されている手順情報の構造

化が要求されている．他にも湿式化学においては，実験手順をまとめたコーパス [29]が提案され

ており，実験を自動化する研究も行われている [30]．このように，文章で記述された手順を構造化

する必要があり，そのための情報抽出技術が求められている．

表2: 合成手順コーパス [1]の用語ペアごとの辺ラベル
Head Tail 辺ラベル

Operation Operation Next_Operation

Operation Material

Recipe_Precursor
Recipe_Target

Participant_Material
Solvent_Material

Atmospheric_Material

Property-Misc
Material

Property_OfNonrecipe-Material
Property-Unit Material
Condition-Unit

Operation Condition_Of
Condition-Misc

Number
Amount-Unit

Number_Of
Condition-Unit

Amount-Unit
Material

Amount_Of
Nonrecipe-Material

Amount-Misc
Material

Nonrecipe-Material

Material-Descriptor
Material

Descriptor_Of
Nonrecipe-Material

Apparatus-Descriptor
Synthesis-Apparatus

Characterization-Apparatus
Property-Type Property-Unit

Type_OfCondition-Type Condition-Unit
Apparatus-Property-Type Apparatus-Unit

Brand

Material

Brand_Of
Nonrecipe-Material
Synthesis-Apparatus

Characterization-Apparatus
Synthesis-Apparatus

Operation Apparatus_Of
Characterization-Apparatus

Apparatus-Unit
Synthesis-Apparatus

Apparatus_Attr_Of
Characterization-Apparatus
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手順の抽出のためには，手順全体での整合性をとる必要があり，グラフ構造とした場合ではグ

ラフ全体で整合性が保たれている必要がある．例えば料理の手順の抽出を考えた時，灰汁を取る

操作はそれまでの手順に灰汁が出るような食品が利用されている必要があったり，10分で火を通

すためには人参を切る大きさはある程度決まっていたりといったような，抽出される手順全体を

見たときに手順が成立するための条件がある．このような条件を満たすためには，抽出される手

順のグラフ上で整合性を取る必要があり，手順の抽出は本研究の評価として用いるコーパスとし

て適切である．

2.2 情報抽出

文献中に記述された情報を構造化して扱いやすくする情報抽出は，その目的に合わせて，様々な

形式をとる．Kononovaら [11]は表形式に似た形式で材料の合成方法をまとめたコーパスを作成

表3: 合成手順コーパス [1]の辺ラベルの説明

辺ラベル 説明
Next_Operation 操作の進行

Recipe_Precursor 材料の投入
Recipe_Target プロセスの最終生成物

Participant_Material プロセス中の中間生成物
Solvent_Material 対象操作における溶媒

Atmospheric_Material 対象操作における雰囲気
Property_Of 材料に対する条件付け
Condition_Of 操作に対する条件付け

Number_Of 数値と単位の間の関係
Amount_Of 材料に対する量の条件付け

Descriptor_Of 条件付け
Type_Of 数値条件に対する条件付け

Brand_Of 材料や装置のブランド
Apparatus_Of 操作で利用する装置

Apparatus_Attr_Of 装置に対する数値条件付け
Coref_Of 同一の材料を表す
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し，深層学習モデルと正規表現によるルールを組み合わせた手法で抽出に取り組んだ．Kuniyoshi

ら [18]は全個体電池に関する文献に対してフローグラフのようにタグ付けしたコーパスを作成し，

深層学習モデルの固有表現抽出器とルールによる関係抽出を行った．イベント抽出は，文献中

に記述された出来事を抽出するタスクである．Trieuら [25]は，入れ子となっている出来事を抽

出するための手法を提案した．Liuら [26]は，機械の言語理解能力を確かめるMachine Reading

Comprehensionのタスクとして定式化して，生成したクエリに対する回答を文章中から探すこと

で抽出を進める手法を提案した．

このように，様々な情報抽出タスクが存在し，それぞれに対して，目的に特化した手法が提案さ

れている．しかしながら，このように様々なタスクごとに特化した手法を開発するのは，人的や資

金的なコストが高くなってしまうため非効率であり，これらを網羅的に抽出可能な手法があれば

コスト削減につながる．

2.3 関係分類

情報抽出タスクの一つに，関係抽出タスクがある [9, 10, 31]．関係抽出タスクは，2.1 節のプロ

セス抽出タスクと類似のタスクで，入力された文から用語を抽出し，その用語間の関係を抽出す

るタスクである．関係抽出では例えば，「Taro was hired by TTI.」という文を入力として受け取

り，用語として用語ラベル「Person」の用語「Taro」と「Organization」の「TTI」を抽出し，

そのペア間の関係として関係ラベル「BelongsTo」の関係を抽出する，といったタスクである．こ

のタスクでは，文献中に記述された情報を構造化することを目的として，様々な用語同士の関係

性を抽出する．

既存の文間の関係抽出タスクはそのほとんどが遠距離教師学習 [21,32]のタスクで，教師あり学

習のタスクの文間の関係抽出は少ない [20]．文間の関係抽出タスク用のコーパスを作成するコス

トは高く，共参照も考慮したタグ付けが必要となり，教師あり学習のコーパスとしての作成は困

難であるためである．そのため，既存の文間の関係抽出手法はそのほとんどが，機械的に作成した

教師データを用いて学習する遠距離教師学習を対象とした手法であり [19, 33]，教師あり文間の関
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係抽出手法はほとんど存在しない．Vergaらは [19]Transformerを利用したモデルで，文献単位で

の文間の用語ペアに対する関係分類に取り組んだ．まず，用語の候補を探し，Transformerと畳

み込みニューラルネットワークを用いて用語の表現を抽出して，得られた表現から全用語ペア間

の関係を分類することで関係抽出を行う．Christopoulouらは [33]用語を節点・関係を辺とした

文書単位のグラフを作成し，その辺を分類することで，文間の関係を含む文書単位の関係抽出に

取り組んだ．

プロセス抽出ではプロセスはほとんどの場合で複数文に渡って記述されるため，文間の用語同

士の間の辺を抽出する必要がある．しかしながら，教師ありの文間の関係抽出手法が存在しない

ことから，関係抽出手法を単純に流用して行うことはできない．

関係抽出とプロセス抽出は文章を入力して用語を抽出し，用語間の関係を関連付ける点は共通

している．異なる点は，関係抽出の目的が用語ペアの間の関係を抽出することであるのに対して，

プロセス抽出は用語集合内で辺を張るグラフを抽出し，一続きのグラフを抽出することである．関

係抽出では多くの場合で，ある用語ペアの間の関係はそのペアのみに着目して，他の用語との関

係に影響を受けることは少なく，他の用語との関係を考慮した手法は少ない [34]．プロセス抽出

では文献から抽出される情報全体で正しくなるように抽出する必要があり，関係抽出手法を単純

に利用するだけでなく，プロセス抽出のための手法が必要である．

2.4 ニューラルネットワーク

ニューラルネットワークは人間の脳の神経細胞を模した数理モデルの総称である．深層学習はニ

ューラルネットワークのモデルの一つで，多層パーセプトロン（Multi-Layer Perceptron; MLP）や

畳み込みニューラルネットワーク（Convolutional Nural Network; CNN）[35]，Transformer [24]

などのニューラルネットワーク構造を多数積み重ねたものである．深層学習は内部の重み数が多

いため，表現力が高い．本研究では深層学習を利用してモデルを作成する．
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2.4.1 パーセプトロン

ニューラルネットワークの基本的なモデル化に，単純パーセプトロン [36]というモデルがある．

入力のベクトルを x ∈ RD
in，重み行列をW ∈ RDin×Dout として，バイアス項となるベクトルを

b ∈ RD
out とすると，単純パーセプトロンの出力 ŷ ∈ RD

out は以下のように表現できる．

ŷ = xW + b (2.1)

このうち，重み行列W とバイアス bを学習することで，所望の出力が得られるようにモデルを

最適化する．

単純パーセプトロンの問題点として，モデルの表現力が低く，線形分離可能な問題にしか適

用できないという点がある．これを改善するために提案されたのが MLP である．MLP は非

線形関数を用いた変換と，単純パーセプトロンでも行われている線形変換を繰り返すことで複

雑な関数でも表現可能にするモデルである．入力のベクトルを x ∈ RD
in，l 層目の重み行列を

Wl ∈ RD
(l−1)
hidden×Dl

hidden，バイアス項となるベクトルを b ∈ RD
(l)
hidden，非線形関数を f (l)(x)とす

ると，L層多層パーセプトロンの出力 ŷ ∈ RD
out は以下のように表現できる．

ŷ = MLP(x) = f (L)(f (L−1)(· · · f (2)(f (1)(xW (1) + b(1))W (2) + b(2)) · · · )W (L) + b(L)) (2.2)

非線形関数は活性化関数と呼ばれ，繰り返し非線形関数が適用されることによって，非線形

な出力が可能になる．活性化関数には様々な関数が利用されており，tanh 関数や，ReLU(x) =

max(0, x) [37]といった関数が代表的に用いられる．さらに，L層目の出力層では出力のためにシ

グモイド関数や Softmax関数，恒等関数といった関数を，モデル化する対象問題に合わせて利用

する．例えば対象問題が回帰するタスクならば一般的に出力は実数の範囲での予測が必要となる

ため，恒等関数が利用されることが多く，多クラス分類であれば全クラスのうち個々のクラスの

確率を出したいため，Softmax関数が利用されることが多い．
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2.4.2 誤差逆伝搬法

ニューラルネットワークは勾配法を利用して最適化する．ニューラルネットワークは層を積み

重ねてモデルを作成し，教師データに沿うような出力が得られるようにパラメタを最適化するが，

多層では解析的な解を得るのが困難になるため，勾配ベースの学習が必要となる．ニューラルネッ

トワークは (2.1) 式でいう重み行列W をパラメタとして最適化することで所望の出力を得られる

ようにする．ニューラルネットワークは一般的に，勾配法によって最適化される．勾配法は，対象

の問題に合わせて設計される損失関数 Lに対するパラメタの勾配を計算し，その勾配方向に更新

をする操作を繰り返し行い最適化する．ある重み wに対して生じる更新は以下のように行われる．

wnew ← wold + µ
∂L

∂wold
(2.3)

ニューラルネットワークの学習のための勾配は，層を積み重ねてモデルを作成する特性上，計

算が煩雑になるため，単純に計算するのではなく，工夫されたアルゴリズムとして誤差逆伝搬法

を利用して計算する．誤差逆伝搬法では，まず前向きにモデルの入力に対する出力を計算して各

層における出力を記憶しておき，後ろ向きに層を遡るようにして，勾配の計算を進めて逆伝搬（バ

ックプロパゲーション）させることで各パラメタの勾配を得る．

例として，2層MLPの場合の勾配を入出力を 1次元とし，隠れ層の次元をDhidden = 1とした

場合について計算してみる．2層MLPは以下のように表現できる．

z(1) = f (1)(x1 · w(1) + b(1)) (2.4)

ŷ = f (2)(z(1) · w(2) + b(2)) (2.5)

得られた出力 ŷ と教師データ y を比較して教師データとの差を示す損失関数 L(ŷ, y)として，パ

ラメタに対する勾配を計算する．損失関数はタスクに応じて，尤度を最大化するように設計する．

誤差逆伝搬法によって，出力に近い層から順に勾配を計算する．まず出力に対する勾配 ∂L
∂ŷ を計

算する．この勾配については，損失関数が設計するものであることから既知であり，容易に計算可
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能である．その後，順番に連鎖律を利用して勾配を計算する．まずは 2層目の重み w(2) に対する

勾配 ∂L
∂w(2) を計算し，1層目の出力 z(1) に対する勾配 ∂L

z(1)，1層目の重み w(1) に対する勾配 ∂L
∂w(1)

と続けて計算を進める．

∂L
∂w(2)

=
∂L
∂y
· ∂y

∂w(2)
=

∂L
∂y
· ∂f

(2)(z(1) · w(2) + b(2))

∂w(2)
(2.6)

∂L
z(1)

=
∂L
∂ŷ
· ∂ŷ

∂z(1)
=

∂L
∂ŷ
· ∂f

(2)(z(1) · w(2) + b(2))

∂w(2)
(2.7)

∂L
∂w(1)

=
∂L
∂z(1)

· ∂z
(1)

∂w(1)
=

∂L
∂z(1)

· ∂f
(1)(x1 · w(1) + b(1))

∂w(1)
(2.8)

バイアス項の b(1) と b(2) も同様に計算される．

∂L
∂b(2)

=
∂L
∂y
· ∂y

∂b(2)
=

∂L
∂y
· ∂f

(2)(z(1) · w(2) + b(2))

∂b(2)
(2.9)

∂L
∂b(1)

=
∂L
∂z(1)

· ∂z
(1)

∂b(1)
=

∂L
∂z(1)

· ∂f
(1)(x1 · w(1) + b(1))

∂b(1)
(2.10)

このように，ニューラルネットワークでは誤差逆伝搬法を利用することで，効率的に勾配を計算

することができる．

ニューラルネットワークの学習に用いるのは，勾配法の中でも，繰り返しデータの一部をサン

プリングして学習を行う確率的勾配降下法（Stochastic Gradient Descent，SGD）を用いて学習

する．確率的勾配降下法は学習時のデータの入力の仕方によって学習の進み方が異なる．入力の

仕方は全部で三つあり，全てのデータを同時に入力して勾配を計算して全てのデータに対して同

時に最適化を行うバッチ学習，一つのデータに対する最適化を繰り返し行うことで学習するオン

ライン学習，そしてこれらの間を取ってミニバッチとしていくつかのデータをサンプリングして

学習を進めるミニバッチ学習がある．バッチ学習では全体に対して一気に最適化を行うため，局

所解に陥ってしまう可能性が高く，オンライン学習では一つずつのデータに適応しようとするた

め，ノイズに脆弱である．それぞれの欠点を補うためにミニバッチ学習では，いくつかのデータの

まとまりとして，ミニバッチを入力して学習させることで，これらの欠点のトレードオフを取る

ことができる．
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2.4.3 Adaptive moment estimation (Adam)

勾配法では損失に対する勾配によって学習するが，(2.3) 式のように単純に勾配に沿って学習す

るだけでなく，収束を早めるための工夫が提案されている [38–40]．Sutskeverら [38]は (2.3) 式

の SGDに対して，慣性に従った更新を行うための更新をすることで，局所解に陥ったりノイズの

影響を小さくしたりするモーメンタム SGD を提案した．ある更新ステップ t の重みを wt とし，

勾配を ∂L
∂wt

= gt すると，モーメンタム SGDは以下の式で表現できる．

vt = βvt + (1− β)gt (2.11)

wt = wt−1 + µvt (2.12)

これは，勾配の移動平均を取っており，モーメンタム SGD ではノイズのような急激な変化を抑

えて学習を進められる．β の大きさに合わせてどれだけ慣性に従って学習を進めるか制御可能で

ある．

Gravesら [39]は勾配の急激な変化を抑えるために，学習率を制御する RMSPropを提案した．

RMSPropは以下のような式で表現できる．

vt = βvt−1 + (1− β)g2t (2.13)

wt = wt−1 −
α√
vt + ϵ

gt (2.14)

RMSPropでは，勾配が急激に変化したときに学習率が小さくなるようにして，振動やノイズとい

ったような学習の妨げになるような更新を防ぐ．ϵはゼロ除算を防ぐための小さい値である．

Kingmaら [40]はより収束しやすくするため，モーメンタム SGDと RMSPropを組み合わせ
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た Adaptive moment estimation（Adam）を提案した．Adamは以下のような式で表せる．

mt = β1mt−1 + (1− β1)gt (2.15)

vt = β2vt−1 + (1− β2)g
2
t (2.16)

m̂t =
mt

1− βt
1

(2.17)

v̂t =
vt

1− βt
2

(2.18)

wt = wt−1 + α
m̂t√
v̂t + ϵ

(2.19)

mt はモーメンタム，vt は RMSPropを表す項となっており，それらから更新量を定める．Adam

は学習率の調整が自動で行われ，収束も早いことから利用性が高く，ニューラルネットワークの

最適化手法ではデファクトスタンダードとなっている．β1 と β2 はハイパパラメタで，Adamで

提案された論文ではそれぞれ β1 = 0.9, β2 = 0.999が推奨されている．

2.4.4 ドロップアウト

ドロップアウト [41]は，ニューラルネットワークに用いられる正則化の手法の一つである．ド

ロップアウトでは学習時に計算される数値を学習のステップ毎にランダムで削除して利用可能な

数値を限定することで，その数値に関わる重みの学習は行われなくなり，それぞれの数値が限ら

れた数値のみで予測可能なように学習することで，モデルの汎化性能が向上する．

2.4.5 機械学習ライブラリ

近年の深層学習への注目に従い，ニューラルネットワークのような機械学習のためのライブラ

リが多く開発されている [42–44]．TensorFlow [43]は Google社によって開発された深層学習用

のライブラリで，計算グラフを構築して計算するように実装されている．

PyTorch [42]は，テンソルに対する計算を行う際に自動で計算グラフを構築し，ニューラルネ

ットワークの学習時には誤差を逆伝搬させるための勾配を自動で微分して計算することができる．

この特性から，Define by Run型のフレームワークと呼ばれ，ネットワークを構築するに当たっ
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て，順伝搬の計算を定義すると自動で逆伝搬の計算が可能になる．

2.5 Transformer

自然言語処理で用いられるニューラルネットワーク構造のうち，近年高い性能に寄与している

ものとして，Transformer [24]がある．Transformerは注意機構を用いた構造である．

2.5.1 注意機構

注意機構は 2つの系列の入力 x ∈ RLq×Dq とメモリm ∈ RLm×Dm について，入力との関連度

に基づいてメモリの情報を選択的に得るための手法である．ここで，Li と Lm はそれぞれ入力と

メモリの系列長で，Di とDm は表現ベクトルの次元数を表している．まず，重みW q ∈ RDi×Dh・

W k ∈ RDm×Dh・W v ∈ RDm×Dh を用いて，入力とメモリからクエリ Q ∈ RLi×Dh・キー

K ∈ RLm×Dh・バリュー V ∈ RLm×Dh を計算する．

Q = xW q (2.20)

K = mW k (2.21)

V = mW v (2.22)

クエリとキーを用いて，入力系列とメモリ系列の関連度として，各要素ごとの内積から注意の重

みA ∈ RLi×Lm をとる．注意の重みは入力系列のある要素に対してメモリ系列のそれぞれの要素

がどれだけ関連しているかどうかを示している．

A = Softmax
(
QKT
√
Dk

)
(2.23)

この注意の重みを用いて入力系列に対して，関連度に基づいたメモリ系列の情報を付加したベク

トルO ∈ RDi×Do を重み行列W o ∈ RDh×Do を用いて計算する．

O = AV W o (2.24)
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このようにして，メモリ系列の情報を選択的に導入した入力系列の表現 O が得られる．注意機構

をクエリQ・キーK・バリュー V から以下のように定義する．

O = Attention(Q,K,V ) (2.25)

さらによりよい表現を得るために注意機構を拡張した，複数ヘッド注意機構がある．複数ヘッ

ド注意機構では，入力系列とメモリ系列に対して，複数のクエリ Q・キーK・バリュー V を作

成して得られた注意機構の出力をすべて結合したものである．複数ヘッド注意機構は以下のよう

に表現できる．

MultiHeadAttention(Q,K,V ) = Concat(head1, head2, · · · , headH) (2.26)

headi = Attention(QW q
i ,KW k

i ,V W v
i ) (2.27)

複数ヘッド注意機構は各ヘッドの次元数を減らして，複数の視点での系列同士の類似度に基づい

てメモリ系列の表現を導入した入力を計算する．このことから，単純な注意機構と比較してより

豊かな表現を得られる．

注意機構の利用方法として，自己注意機構がある．自己注意機構では入力とメモリを同一の系

列を用いることで，その系列の表現を獲得するための手法である．つまり，自己注意機構は下式で

表せる．
SelfAttention(x) = MultiHeadAttention(x,x,x) (2.28)

2.5.2 モデルの構造

Transformer [24]は，自己注意機構を用いて表現を得る手法である．Transformerは自己注意

機構を繰り返し用いて，入力系列の要素同士の複雑な関係を計算することで表現を計算する．さら

に，複数層重ねた自己注意機構によって勾配が消失したりしないようにするために残差接続 [45]

を用いる．自己注意機構は線形関数のみで定義されており，単体では単純な問題にしか用いるこ

とができないため，MLPを用いて複雑な計算を可能にする．これらは入力の系列の埋め込み xを
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用いて，繰り返し回数を N として，i = 1, 2, · · · , N とすると，入力を符号化するエンコーダは下

式で表せる．

z0 = y0 = x (2.29)

zi = Norm(zi−1 + SelfAttention(zi−1)) (2.30)

yi = Norm(yi−1 +MLPi(zi−1)) (2.31)

(2.32)

Normは正規化を表している．このように，Transformerは自己注意機構とMLPを組み合わせて

繰り返し行うモデルである．繰り返しの自己注意機構によって，系列内の複雑な関係性に基づい

た表現を得ることができる．

2.5.3 事前学習モデル

近年の自然言語処理分野では，大規模な文献から深層学習モデルを自己教師あり学習によって

得られたモデルを，一般的な言語の情報を持ったモデルとして利用することで高い性能を示すよ

うになっている [3, 22, 46–48]．事前学習モデルでは，文やトークンをベクトル化するために利用

される．Petersら [46]は大規模な文献で長・短期記憶（LSTM）[49,50]を用いたモデルを，双方

向に言語モデルを学習することで学習する Embeddings from Language Models（ELMo）を提

案した．言語モデルは与えられた単語から次の単語を予測して，もともとの文を再現するタスクで

ある．例えば「This is a pen.」という文が文献内にあった場合，順方向ではモデルはまず「This」

を受け取って次の単語として「is」を出力し，「This」と自身の予測の「is」を受け取って「a」を

予測して，続けて「pen」，「.」と予測し，逆方向では「.」から「pen」，「a」と先頭へ予測する．

ELMoではこの予測を双方向に行い，文の先頭と終わりから両者を予測するタスクを解くことで

表現を獲得する．

Transformer モデルを利用した事前学習モデルは高い性能が得られることが確認されている．

Transformerはコンピュータビジョン分野 [51]や自然言語処理分野のタスクに対する有効性が示
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(a) Full n2 attention (b) Sliding window attention (c) Dilated sliding window (d) Global+sliding window

Figure 2: Comparing the full self-attention pattern and the configuration of attention patterns in our Longformer.

translation (MT), but didn’t explore the pretrain-
finetune setting. Blockwise attention (Qiu et al.,
2019) pretrained their models and evaluated on
question answering (QA). However, the evaluation
is limited as it doesn’t include language modeling,
and the QA datasets are of relatively short docu-
ments,2 therefore the effectiveness of this model
on long document tasks remains unexplored.

Task-specific Models for Long Documents
Many task-specific approaches have been devel-
oped to workaround the 512 limit of pretrained
transformer models like BERT. The simplest ap-
proach just truncates the document, commonly
used for classification (Xie et al., 2019). An-
other approach chunks the document into chunks
of length 512 (could be overlapping), processes
each chunk separately, then combines the activa-
tions with a task specific model (Joshi et al., 2019).
A third approach popular for multihop and open
domain QA tasks uses a two-stage model where
the first stage retrieves relevant documents that are
passed onto the second stage for answer extrac-
tion (Clark and Gardner, 2017; Chen et al., 2017).
All of these approaches suffer from information
loss due to truncation or cascading errors from
the two stage approach. In contrast, Longformer
can process long sequences without truncating or
chunking, allowing us to adopt a much simpler ap-
proach that concatenates the available context and
processes it in a single pass.

A few contemporaneous works3 have explored
similar ideas to Longformer using local + global
attention in Transformers, and pre-training it for
long document natural language tasks. In particu-
lar, ETC (Ainslie et al., 2020) uses a similar local
+ global attention instead of full self-attention to
scale Transformers to long documents. Different
from Longformer, ETC uses relative position em-

2SQuAD contexts typically fit within the 512 limit, and
MRQA is constructed by dropping long-document examples.

3All were published on arXiv after Longformer.

beddings (which we only used for the Autoregres-
sive LM setting), introduces an additional training
objective (CPC loss) for pre-training, and config-
ures global attention in a slightly different way.
It shows strong results on several tasks including
reading comprehension and classification. GMAT
(Gupta and Berant, 2020) uses a similar idea of
few global locations in the input serving as global
memory. BigBird (Zaheer et al., 2020) is an exten-
sion over ETC with evaluation on additional tasks,
including summarization. Importantly, through the-
oretical analysis, BigBird shows that sparse Trans-
formers are universal approximators of sequence
functions and preserve these properties of the full
self-attention.

3 Longformer

The original Transformer model has a self-attention
component with O(n2) time and memory complex-
ity where n is the input sequence length. To address
this challenge, we sparsify the full self-attention
matrix according to an “attention pattern” specify-
ing pairs of input locations attending to one another.
Unlike the full self-attention, our proposed atten-
tion pattern scales linearly with the input sequence,
making it efficient for longer sequences. This sec-
tion discusses the design and implementation of
this attention pattern.

3.1 Attention Pattern
Sliding Window Given the importance of local
context (Kovaleva et al., 2019), our attention pat-
tern employs a fixed-size window attention sur-
rounding each token. Using multiple stacked lay-
ers of such windowed attention results in a large
receptive field, where top layers have access to all
input locations and have the capacity to build repre-
sentations that incorporate information across the
entire input, similar to CNNs (Wu et al., 2019).
Given a fixed window size w, each token attends
to 1

2w tokens on each side (Fig. 2b). The com-
putation complexity of this pattern is O(n × w),

3

図3: Longformerの Transformerを適用する範囲（引用：[3]）

されており，特に言語的な表現を得るための Transformerを利用した事前学習モデルでは豊富な

表現を獲得可能である [3, 22,47,48]．

Devlin ら [22] は ELMo より高い性能を持つモデルとして，Transformer ベースのモデルを

用いて，大規模文献に対するマスク言語モデルの学習をする BERT（Bidirectional Encoder

Representations from Transformers）を提案した．マスク言語モデルでは文の内の一部のトーク

ンをMASKトークンに置き換え，置き換えられたMASKトークンから元のトークンを復元する，

自己教師あり学習のタスクである．BERTは QA（Question Answering）タスクだけでなく用語

抽出タスクなどでも既存の手法を大きく上回る高い性能を示した．

2.5.4 Longformer

Beltagy ら [3] は長い文長を扱うための Transformer ベースの事前学習モデルとして，Long-

formerを提案した．Transformerは文長に対して 2乗のオーダーで計算量が増加する．このこと

から，BERTでは文長が制限されてしまい，数文の入力が限界で，文献単位の入力はできない．例

えば文をまたぐ文間の用語同士の関係抽出では，文献単位での抽出を行う必要があり，BERTで

解くのは困難である．Longformerでは文長に対して線形オーダーの計算量で処理可能なように工

夫されており，長い文長を扱った計算が可能である．

線形オーダの計算量に制限するために，Longformer では Transformerを畳み込みニューラル

ネットワークを模して，図 3(b)のようにスライディングウィンドウを用いて，部分ごとに分けて

Transformerを適用する．図 3は行と列それぞれがトークンを表していて，着色されている場合は

そのセルの行と列のトークン同士で注意機構をとることを示している．
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Longformerは，基本的に RoBERTa [47] を基準としたモデルで，RoBERTaの層をスライデ

ィングウィンドウを用いた Transformerに置き換えて作成する．スライディングウィンドウは入

力に近い層から徐々にウィンドウサイズを大きくするようにして作成する．これは，入力に近い

層で局所的な特徴を，出力に近い層では全体的な特徴を考慮するためで，ウィンドウサイズを固

定したり，徐々に小さくするようにしたりして実験した場合では性能が低下する．

単純に系列をスライディングウィンドウによって部分に分けて Transformerを適用すると，局

所的な特徴しか考慮できない．そこで，全体的な情報を考慮するために，図 3(d)のように一部の

要素に対してはどのウィンドウに対しての計算のときにも結合して Transformerを適用する，全

体注意機構を用いる．系列長を L とすると，図 3(a) のような単純に全体で注意機構を計算する

Transformerの計算量は O(L2)となり，ウィンドウサイズを w，スライドサイズを sとするとス

ライディングウィンドウを用いた場合の計算量は，O(w2L/s) となる．Longformer では s = w

としているため，計算量は O(wL)となる．全体注意機構について考慮すると，全体注意機構の対

象要素数を eとすると，O((w + e)L)となるが，全体注意機構をとる数 eは小さく，少数の要素

のみに対してを対象とするため，O(wL)は保たれる．

Longformerでは，Transformerモデル全体のうち一部のウィンドウに対して，図 3(c)のよう

に，拡張畳み込み（Dilated Convolution）[52]を参考とした範囲で注意機構を利用する．拡張す

ることで，同じ計算量でより遠いトークンとの関係性を考慮することが可能になる．ただし，全て

のウィンドウを拡張すると性能が低下するため，一部のウィンドウのみを拡張する．

2.6 グラフ畳み込みネットワーク

Kipfら [23]はグラフ構造の表現獲得のため，グラフ畳み込みネットワーク（Graph Convolu-

tional Nerwork，GCN）を提案した．GCNはグラフ構造を，節点の表現を更新してグラフとし

ての表現を導入することで，ニューラルネットワークで扱えるようにする．

GCN は各節点の特徴を表すベクトルを辺に沿って伝播させることで各節点に周辺の構造情報

を考慮した節点のベクトルが獲得できるため，グラフ構造を考慮した節点の表現を得ることがで
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図4: グラフ構造

きる．図 4のようなグラフを考えるとき，それぞれの節点に IDを振り，IDが iの節点を ni とし，

それぞれの表現を xi，辺の表現を eとする．辺は (n1, n2)と (n2, n3)の二つであることから，一

層の GCNでは以下のように表現が更新される．ただし，·(t) の tは GCNの層の数を表しており，

⊗は要素積を示している．

x
(1)
1 = 0 (2.33)

x
(1)
2 = x1 ⊗ e (2.34)

x
(1)
3 = x2 ⊗ e (2.35)

(2.36)

この式では，自身の表現が考慮できていない．そこで，自己ループを加えて，自身の表現を考慮で

きるようにすると，以下のように書き直せる．

x
(1)
1 = x1 + 0 (2.37)

x
(1)
2 = x2 + x1 ⊗ e (2.38)

x
(1)
3 = x3 + x2 ⊗ e (2.39)

(2.40)

x
(1)
2 を見ると，n1 からの接続があることから，n1 の表現 x1 が考慮できているとわかる．このよ

うに，GCNを利用して表現を更新することで，自身の表現に対してグラフ構造の表現を導入する

ことができる．

GCNでは層を増やすとより離れた節点の表現を考慮することができる．二層の GCNの場合で
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は，表現は以下のようになる．

x
(2)
1 = x

(1)
1 + 0 = x1 (2.41)

x
(2)
2 = x

(1)
2 + x

(1)
1 ⊗ e = 2x1 ⊗ e+ x2 (2.42)

x
(2)
3 = x

(1)
3 + x

(1)
2 ⊗ e = x1 ⊗ e+ 2x2 ⊗ e+ x3 (2.43)

(2.44)

二層の GCNを適用した n3 の表現 x
(2)
3 を見ると，辺が二つ分離れている n1 の表現 x1 が導入さ

れていることがわかる．このように層の数によって考慮可能な節点の範囲が定められる．
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3. 提案手法
本研究では，情報抽出をグラフの抽出として定式化し，図 5のように既存のシステムで抽出した

グラフを事後編集して文脈上とグラフ上の両者の観点での整合性を取ったグラフを抽出する．グ

ラフの編集は，グラフの辺分類器によって節点ペア間の辺のクラスを分類し，その結果で上書き

することで行う．グラフ構造は多くの情報を包括的に表現可能なデータ構造であり，グラフの抽

出が可能であれば，様々な形式の情報抽出に利用可能になる．本研究ではグラフの編集の中でも，

編集が容易な辺のみを対象として抽出する．モデルは文脈情報を導入するために事前学習モデル

Longformer [3]を利用して節点の表現を作成して，グラフ上で周辺の節点の情報を導入するため

に，節点の情報を接続している辺に沿って伝搬させる手法である GCNを利用する．

3.1 タスクの設定

本研究で対象とするのは文献中からの情報抽出で，情報をグラフ構造に変換することで，グラ

フの抽出として定式化する．グラフ構造は多くの情報を網羅的に扱うことが可能な形式で，例え

ばフローチャートのような順次構造や表形式の情報などの，多岐にわたる情報を表現可能であり，

多くの情報抽出タスクにおける抽出対象の情報を表現可能である．このことから，グラフ構造の

情報の抽出として定式化して，その問題を解くことができる手法があれば，所望の情報をグラフ

構造に変換してその手法を適用することで抽出可能になる．

本研究ではグラフ構造の抽出のうち，辺の抽出を対象に取り組む．本研究ではグラフを編集し

て抽出を行う．しかしながら，辺の編集は自由に編集することが可能であるが，節点を編集する場

合，辺は節点に依存して定められるため，その編集された節点とその節点以外のグラフとの間で

整合性を保った編集をするのは難しい．例えば，ある節点 Aと節点 Bの間に辺が存在するときに，

節点 Aを別の節点 Cに置換する場合では節点 Aと節点 Bの間に存在した辺は節点 Cに対する辺

ではないため，辺を正しく処理しなければ不整合が生じる．このような問題から，節点の編集は困
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図5: 提案手法の全体像

難であることから，まずは辺の編集に取り組む．

文献からのグラフの抽出タスクを定義する．本研究の対象は文献からのグラフ形式の情報抽出

で，本研究で対象としている辺の抽出に入力として利用可能なものは，抽出対象の文献の文章情

報 textと，文章に直接タグ付けされている節点となる用語 N = [n1, n2, · · · , n|N |]の二つである．

用語は文章中のどの語句かを示す位置とその用語の種類を示す用語ラベルによって定義されてい

る．文章情報と用語の情報から，その用語間の関係性を示す辺集合 E を抽出して出力することが

本タスクの目的である．

3.2 グラフの編集モデル

グラフの編集モデルでは，抽出対象の文章から既存のシステムなどから得られたグラフ G(N , E)

を入力として，文章の面と抽出されるグラフ全体の両者を考慮した上での整合性が取れるように

入力されたグラフを編集して，辺を編集した後のグラフを出力する．N は既存のシステムによっ

て抽出された節点集合，E は辺の集合である．編集する対象は辺のみであることから，出力される

グラフの節点は入力されたグラフの節点と同一である．

編集はそれぞれの辺のクラスを，3.2.1 節の深層学習を用いたグラフの辺分類モデルによって順

番に上書きするように進める．グラフの辺分類モデルでは，文脈と抽出されるグラフ全体の整合

性を考慮した表現を利用して，任意の節点間の辺のクラスを分類する．このモデルを利用して，全

組み合わせの節点ペア間の辺を分類することで編集を進める．編集する順序は，簡単な問題から
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図6: グラフの辺分類モデルの模式図

難しい問題へ取り組むように解くことで難しい問題が解きやすくなる，という人間の知見 [53, 54]

から，文章中での節点を出現順序に並べたときに隣り合っている節点ペアから順番に編集し，徐

々に離れている節点ペアの間の辺を編集する．

グラフの辺分類モデルは，文脈を考慮するために Transformer [24]ベースの事前学習モデルを

用い，プロセスの整合性を考慮するためにグラフの構造を GCNを用いたネットワークを利用し

て，グラフ全体の整合性を考慮した表現を盛り込む．

3.2.1 グラフの辺分類モデル

グラフの辺分類モデルとして，任意の節点ペア (ni, nj)間の辺を分類するモデルを提案する．モ

デル EdgeClassifierは図 6のように，入力として文章の情報 textとグラフ G(N , E)，編集対象の節

点ペアの ID(i, j)を受け取り，編集対象の節点ペア間の辺のクラス êij を出力する．ここでは，便

宜上，文章から各節点の表現を作成する Encodeを分割して，文章 textと節点の情報N から各節

点の文約を考慮したベクトルを得る Encode(text,N )と，その表現を導入したグラフ G(N̄ , E)と

編集対象の節点ペアの ID(i, j)を入力して編集した辺を出力する EdgeClassifier(G(N̄ , E), (i, j))
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によって表現できる．これは以下の式で表せる．

N̄ = Encode(text,N ) (3.1)

êij = EdgeClassifier(G(N̄ , E), (i, j)) (3.2)

モデルでは文脈の整合性を保つために Transformerベースの事前学習モデルによる特徴を利用

し，プロセスの整合性を保つために GCNを利用する．まず節点となる用語のベクトルを文脈を

考慮したベクトルに埋め込み，文脈情報を表現する．さらにグラフ上での整合性を考慮するため，

入力されたグラフ上の節点に対して対応する用語の表現ベクトルを配置し，GCNを利用して，グ

ラフ上での前後関係などの情報を盛り込んだベクトル表現を得る．得られたベクトル表現は，文

脈情報とグラフの情報を同時に考慮した表現であり，この表現から用語ペア間の辺について分類

することで整合性をとる．GCNに入力するグラフの辺は，初期値は既存のシステムで抽出した辺，

その後は編集過程の辺を入力として，その編集時点でのグラフの構造を考慮した辺の編集が進行

していくことに注意する．

まず入力された文章 textを Longformer [3]のような Transformerベースの事前学習モデルを

用いて，文脈を考慮したベクトル表現へと埋め込む．Transformerベースの事前学習モデルでは，

単語を更に分割したサブワード単位に表現を計算する．節点になる用語の表現へ落とし込むため，

得られたサブワード単位の埋め込みに対して，サブワードの表現の各次元で最大値をとるプーリ

ング（Pool）をして用語レベルの特徴 vtext ∈ RL×Dtext にする．Dtext は埋め込みの次元数，L

は用語の数である．

vtext = Pool(Transformer(text)) (3.3)

各用語の特徴に対して，次元を Dlabel とした用語ラベルの埋め込み vlabel ∈ RL×Dlabel を結合

し，それぞれの節点の埋め込み n ∈ RL×D とする．ある節点 ni の埋め込み n̄i は以下の様に表現

できる．
n̄i = [vtext

i ;vlabel
i ] (3.4)
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この埋め込みを含めた節点集合を N̄ とする．ここまでの Transformerによる表現抽出とプーリン

グによる節点の文脈表現と，ラベルの表現を合わせた操作で N̄ が得られるまでがEncode(text,N )

の関数である．

用語は節点とするため，各用語のベクトルをグラフの節点に配置し，GCN によって入力され

た辺に沿って節点の表現を伝搬させることで，グラフ上での整合性を考慮した節点の表現を計

算する．M 層の GCN によってグラフから抽出した節点の表現ベクトル集合 NM ∈ RL×D は，

i = 0, 1, · · · ,M としたときに以下の漸化式によって得られる．

N1 = GCN(N̄ , E) (3.5)

Nm+1 = GCN(Nm, E) +Nm (3.6)

GCNは複数層重ねることで，辺のつながりが隣接の節点だけでなく，M 個離れた節点の情報まで

着目することができ，グラフ上で離れた部分の情報も考慮することが可能になる．事前学習モデル

によって文脈を考慮した表現を獲得し，GCNによって得られた表現NM はグラフ上で隣接M 個

の節点の情報が考慮できており，グラフ上での表現と文脈上での表現の両者を含む表現である．一

つ前の GCNの結果を足し上げているのは，勾配消失の防止のためで，残差接続 [45]と呼ばれる．

GCNから得られたグラフの情報と文脈情報を含む節点の表現 NM より，辺のクラス分類をす

る．入力された編集対象の節点 ni, nj 間の辺 eij の分類をする場合を考えると，GCNから得られ

た表現NM から ni, nj 間の辺の表現として，vij を計算する．追加の表現として，vij には対象節

点ペアが文献上で隣接しているかどうか，Headと Tailの出現順序が Headが先か Tailが先かを

示す表現 bij を結合する．各節点が Headになる場合と Tailになる場合の空間に写像するための

全結合層をMLPを用いてそれぞれMLPhead,MLPtail とすると，vij は以下のように表現できる．

vij = [MLPhead(ni)⊗MLPtail(nj); bij ] (3.7)

⊗は要素積を示しており，同一次元の xと y の要素積 x⊗ y の l番目の要素は xl × yl のように

xと y の l番目の要素の積となっている．
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さらに，この表現から予測を得るために結合層MLPout(x)を用いて，辺無しのクラスを含めた

クラス分類をし，節点 ni, nj 間に辺クラスが割り当てられる確率 pij ∈ R|C| を計算する．C は辺

無しのクラスを含む辺のクラスの集合である．

u = MLPout(vij) (3.8)

p̂ij = Softmax(u) = exp (u)∑R
l=1 exp (ul)

(3.9)

得られた pij に基づき，最大の確率を示すクラスを予測とすることで，所望の節点 ni, nj 間の

辺の予測ラベル êij が得られる．
êij = arg max p̂ij (3.10)

テキスト情報を導入した N̄ から êij を得るまでが EdgeClassifier(G(N̄ , E), (i, j)) の関数で行わ

れる操作である．

3.2.2 グラフの編集

グラフの編集は，入力されたグラフの節点ペアの全組み合わせに対して，3.2.1 節の辺分類モデ

ルによる分類結果によって上書きして行くことで進める．編集の順序は，簡単な問題を先に解き，

難しい問題は後に解くと推論しやすい，というヒューリスティクスに基づき，節点の元の用語同

士が文章中で近いものから編集を進め，徐々に離れた節点同士の編集を行う．用語の距離は出現

順序に基づいて計算し，用語を出現順に並べてその順番をもとに，例えば文章中でm番目に出現

した用語とm+ 3番目に出現した用語同士の距離は 3とする．

順番に編集するとき，距離が同一のものについては同時に編集する．グラフの辺の編集モデル

は，大きく分けて三つの部分に分けることができる．一つ目が事前学習モデルによる文脈を考慮

した節点のベクトル表現の作成，二つ目が GCNを用いた節点のベクトルに対するグラフの表現

の導入，三つ目が得られた文脈とグラフの表現を含むベクトルから節点ペア間の辺の予測である．

この内，全ての編集の段階において文章が変化しないため，一つ目は編集の全体を通して一度の

み計算すればよい．しかしながら，二つ目と三つ目は，グラフが編集が行われる度に変化すること
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Algorithm 1: グラフの編集手順
Distance(N̄ , d1, d2)：距離が d1 以上 d2 未満の節点ペア集合 P を返す関数
Encode(text,N )：文章 text上の節点の位置とラベル情報を含むの節点集合 N から節点の埋
め込み集合 N̄ を返す関数
EdgeClassifier(N̄ , E , p)：各節点に表現ベクトルが配置されたグラフ G(N̄ , E)から節点ペア
p = (i, j)の間の辺 eij を予測する分類器
Edit(E , p, c): 節点ペア pの間の辺のクラスをクラス cに編集した辺集合を返す関数

Input: text：文章
N：節点の集合で text中の用語の位置とラベルの情報
E：他のシステムで抽出された，もしくは空の辺集合
dmax：距離の最大値

Output: E：辺集合
Initialize: E ′ ⇐ E
N̄ ⇐ Encode(text,N )

while d in range(max(|N̄ |, dmax)) do
if d = dmax then
P ⇐ Distance(N , dmax,∞)

else
P ⇐ Distance(N , d, d+ 1)

end if
while p in P do

eij ⇐ EdgeClassifier(N , E , p)
E ′ ⇐ Edit(E ′, p, c)

end while
E ⇐ E ′

end while

から，毎回再計算する必要があり，毎回再計算した場合では全節点ペアの組み合わせ分の |N |2 回

の計算をしなければならない．そこで計算の効率化のため，順番に編集するとき，距離が同一のも

のについては同時に編集する．同時に編集することで，二つ目の GCNは |N − 1|回の計算回数ま

で抑えることができる．ただし，三つ目の辺の予測はすべてのペアに対して予測しなければなら

ないため，計算回数は |N |2 であるが，同一距離のペアについては並列計算が可能になり，計算は

効率化できる．

さらに，効率的に計算するために，距離の上限値 dmax を設けておき，dmax 以上の距離の節点
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ペア間の辺はすべて同時に編集を行う．同一距離のものを同時に編集しても |N | − 1回の編集が

必要で，実際に適応する情報抽出の問題に合わせると，[（文章中に存在する用語数）−1]の編集が

必要である．例えば合成手順コーパスに対するグラフの抽出では平均で 80回以上，最大で 300回

以上の編集が必要となる．実際に計算機で学習する場合を考えると，GCNの計算はN − 1回必要

であり，計算するためには計算時間が大量に必要で，その計算の勾配を保持するための計算リソ

ースも膨大に必要になってしまう．これを防ぐために，距離の上限値 dmax を設けておき，dmax

以上の節点ペア間の辺は同時に編集を進めることでこれを解決する．これは，遠くで述べられて

いる用語同士に関連性がある場合が少ないことから，遠い部分については個別に計算する必要が

無いためで，例えば離れた文に記述された節点ペアでは係り受けなどの関連性は少ない．

具体的な編集方法をアルゴリズム 1に示した．まず，グラフの辺の初期値をルールベースで抽出

した辺にし，距離が近い用語ペアの順番に，同一距離ごとに GCNを用いたネットワークによっ

てクラス分類をして編集を進める．

3.2.3 学習

モデルの学習は，辺分類器が正しく分類できるように，対数尤度を最大化する．この時，グラフ

の編集は自身の出力をそのモデル自身に入力する自己回帰モデルとなっているが，編集の際には

予測された各クラスの確率から最大確率の辺をサンプリングしているため，勾配は各編集ステッ

プで独立した勾配になっていることに注意しなければならない．また，各編集ステップで計算す

る必要があるのは辺が編集されたときに変化する計算のみであるため，勾配を計算するのは GCN

による計算以降の部分のみであり，それ以前の部分については勾配を再計算する必要はない．

正解の辺を eij とすると，損失 Lは以下のように定義できる．

L = −
|N |∑
i=1

|N |∑
j=1

∑
c∈C

1[c = eij ] · wc log pij (3.11)

ただし，1[·]は，括弧内の条件を満たしたときに 1，満たさないときには 0を返す関数で，wc はク

ラスごとの重みである．クラスごとの重み wc は学習の仕方を制御するためのもので，例えば特定
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のクラスに着目して学習を進めたい場合などに利用可能である．wc = 1とすると，この損失は交

差エントロピーを表しており，問題が多クラス分類の場合に最尤推定をしたときに得られる目的

関数である．この損失に基づいて，確率的勾配法によってモデルのパラメタを更新することで学

習する．
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4. 実験と考察
本章ではグラフの編集モデルを評価し，さらにモデルの効果について調査する．4.1 節では実験

を行う環境やモデルの設定といった実験設定について述べる．次にベースラインとして用いるル

ールベースについて 4.2 節で述べる．4.3 節では得られた結果とそれに対する考察を述べる．

4.1 実験設定

実験のための環境や実験に利用したコーパスなどの詳細について述べる．

4.1.1 実験環境

実験を行うための実装はプログラミング言語 Python version 3.7.7を用いて実装した．深層学

習モデルを実装するための機械学習フレームワークは PyTorch version 1.5.0 [42] を用いた．さ

らに GCNの実装のため，グラフを用いたニューラルネットワークに関するライブラリ PyTorch

Geometric [55]を用いて実装した．

実験には複数の計算機を利用しており，表 4に示したものを用いて実験した．表 4には中央演算

処理装置（Central Processing Unit; CPU），図学処理装置（Graphics Processing Unit; GPU），

主記憶装置（主メモリ）を示した．利用する計算機ごとに結果が変化することはないため，計算は

実験時に計算リソースを利用可能なもののうち，利用しやすいものを選択して利用した．

表4: 計算環境
CPU GPU 主メモリ 台数

Intel(R) Xeon(R) CPU E5-2698 TESLA V100 × 4 256GB 1
Intel(R) Core(TM) i9-10900K CPU GeForce RTX 3090 64GB 4
Intel(R) Core(TM) i7-5960X CPU GeForce GTX TITAN X (Pascal) × 3 64GB 2
Intel(R) Core(TM) i9-7900X CPU TITAN V × 2 128GB 3
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4.1.2 コーパス

本実験で利用するコーパスは，2.1 節で述べた合成手順コーパス [1]を利用し，無機材料文献か

らの合成プロセスの抽出に対する抽出性能で評価する．合成手順コーパスでタグ付けされている

合成プロセスは，操作の進行や材料の投入，条件付けといったような辺が用いられている．提案手

法は文脈とグラフの両者の整合性をとる編集を行う手法である．合成プロセスの抽出では，文脈

上の整合性を考慮すると，係り受けといったような情報から，材料 Aを操作 Xする，といった文

から Aと Xの間の辺を推論可能である．さらにグラフ上の表現を利用することで，例えば生成物

に対する辺のクラスを分類するときには，それまでに行われた操作や投入された材料などの条件

を考慮する，といったようなプロセスの全体として考えたときの表現を利用することができる．

合成手順コーパスの統計量は表 5に示し，節点と辺の出現数は，訓練データと開発データを合わ

せたものから算出した数値を，それぞれ節点は表 6，辺は表 7に示した．統計量は以下の数値を示

した．

• データ数

訓練用・開発用・評価用それぞれに対するデータの数を示す．それぞれのデータは文献と

表5: 合成手順コーパスの統計量

訓練用データ数 199
開発用データ数 15
評価用データ数 15
平均節点数 86
最大節点数 323
平均辺数 81
最大辺数 323
平均文章長 237
最大文章長 731
平均トークン数 350
最大トークン数 1,036
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その文献に対してタグ付けされているグラフを表す．データの分割は，コーパスを作成し

たMysoreらが分割して公開したものと同一のものを用いて実験を行う．

• 節点数

文献にタグ付けされたグラフにおける節点の数を示している．各節点は用語を示している

ことから，文献にタグ付けされた用語数と一致する．訓練用データと開発用データを合わ

せたものから平均と最大値を算出した．

• 辺数

文献にタグ付けされたグラフにおける辺の数を示している．各辺は節点ペア間の関係を示

していることから，文献にタグ付けされた関係数と一致する．訓練用データと開発用デー

Material 4,548
Operation 3,461

Number 3,096
Condition-Unit 1,464
Amount-Unit 1,289

Material-Descriptor 1,281
Property-Misc 506
Condition-Misc 500

Synthesis-Apparatus 453
Nonrecipe-Material 362

Brand 321
Apparatus-Descriptor 175

Amount-Misc 163
Meta 140

Property-Type 134
Condition-Type 121

Reference 116
Property-Unit 99
Apparatus-Unit 95

Characterization-Apparatus 56
Apparatus-Property-Type 26

表6: 合成手順コーパスにおける訓練データと開発データに出現する節点のクラスごとの合計数
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タを合わせたものから平均と最大値を算出した．

• 文章長

文献の単語数を示している．単語数は SciSpaCy [56]の en_core_sci_smモデル*3を用い

て単語分割して計算する．訓練用データと開発用データを合わせたものから平均と最大値

を算出した．

• トークン数

Longformerによって計算することため，Longformerで利用したサブワード分割における

文長を示す．訓練用データと開発用データを合わせたものから平均と最大値を算出した．

合成手順コーパスの訓練データ内に一件，1,680の節点を持つ突出した文献が存在し，次に多い文

献で節点の数が 323であったことから，この文献については特殊な文献として扱い，除外して 199

件の訓練データで学習を行った．訓練データはモデルの学習に利用し，開発データはモデルの学習

*3 https://s3-us-west-2.amazonaws.com/ai2-s2-scispacy/releases/v0.3.0/en_core_sci_sm-0.3.0.
tar.gz

Next_Operation 3,082
Number_Of 3,024

Condition_Of 1,942
Participant_Material 1,836

Amount_Of 1,642
Descriptor_Of 1,586

Recipe_Precursor 943
Property_Of 621

Solvent_Material 491
Apparatus_Of 475

Brand_Of 465
Recipe_Target 394

Coref_Of 279
Atmospheric_Material 194

Type_Of 171
Apparatus_Attr_Of 96

表7: 合成手順コーパスにおける訓練データと開発データに出現する辺のクラスごとの合計数
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自体には利用せずに，学習に利用されていないデータでの挙動を確認する指標として利用し，評価

データは学習や指標として全く利用せずに新規のデータとして評価のために利用した．BERT [22]

や RoBERTa [47]といったような，一般的な Transformerベースのモデルが受け取れる入力のト

ークン数である 512で，最大のトークン数 1,036はこれを超えているため，長い文献を扱うこと

が可能なモデルを利用する必要がある．

4.1.3 グラフの編集モデルの設定

実験において用いるグラフの編集モデルの設定について述べる．表 8に示したパラメタは全ての

実験で統一して利用するパラメタで，事前実験によって高い性能が得られたパラメタを利用した．

抽出対象が系列長が長い文献単位のグラフの抽出であるため，事前学習モデルには長い系列を扱

うことができる Longformer [3]を用いた．最適化には Adam [40]を用いており，Adamのパラメ

タである学習率，β1，β2 はそれぞれ，著者が推奨するデフォルト値を利用した．利用したMLP

の層の数はすべて 3層にした．

表 9に示したハイパパラメタについては，パラメタの組み合わせを全探索したときの最適なパラ

メタを選択した．全探索はどのモデルも十分収束する 130エポックで学習を行い，モデルの学習

が終了したとき，開発データに対して最も高いマイクロ F値を記録したエポックのときのモデル

表8: すべての実験で共通するグラフの編集モデルの設定

ハイパパラメタ名 パラメタ
事前学習モデル Longformer (allenai/longformer-base-4096) [3]

GCN Kipfらの手法 [23]
最適化手法 Adam
学習率 0.001
β1 0.9
β2 0.999

MLPhead の層の数 3
MLPtail の層の数 3
MLPout の層の数 3

uのドロップアウト率 0.3
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をその試行のモデルとし，最大のスコアを記録したモデルを評価に用いた．探索して得られたパ

ラメタは表 10に示した．このパラメタのチューニングについてのすべての結果は付録 B に示し，

チューニングに基づく考察は 4.3.3 節に示した．

事前実験によって損失における wc を wc = 1として学習した場合では，予測する辺の数のうち

のほとんどが負例であることから，モデルが負例しか予測しなくなってしまったため，正例のク

ラスの損失が大きくなるようにした．学習初期には正例の損失が大きくなるように係数を掛けて

おき，学習が進むにつれ負例と同一の重み付けになるように係数をスケジューリングする．本研

究で対象としているタスクは，文献単位でのグラフ抽出における辺の抽出である．抽出対象のグ

ラフが有向グラフであることから，2|N |2 個の辺を予測する必要があるが，辺を持たない節点ペア

が多くを占めていて，正例となる辺は極めて小数である．そのため，事前実験では wc = 1で学習

すると，負例に対する損失の信号が大きくなり，ほぼすべての辺を負例として予測してしまうよ

うに学習が進み，その状態で飽和してしまう．そこで学習初期には正例に対する損失の重みを大

きくしておき，学習の進行に合わせて正例の損失の重みを，負例に対する重みと同じ数値になる

ようにスケジューリングする．クラスごとの重み wc は，その時点でのエポック数を #EPOCH，

表9: 探索するパラメタ

ハイパパラメタ名 探索対象のリスト
GCNの層の数 0, 1, 2, 3
次元数 64, 128, 256
dmax 1, 5, 10, 15

表10: 探索によって得られた最適なパラメタ

ハイパパラメタ名 パラメタ
GCNの層の数 2
次元数 128
dmax 15
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負例のクラスを cneg として，下式の様にした．

wc =

 max(0.01 ·#EPOCH1.5, 1.0) if c = cneg

1.0 otherwise
(4.1)

この式では，負例の重みが 0.01から徐々に指数関数に従って最大値 1.0まで増加し，1.0になっ

て以降は正例の重みが 1.0になる．この関数にした理由は，学習データにおける正例の数の割合が

予測する辺の数の約 1%であったため，正例と負例の損失の強度をほぼ同程度になるように学習

を始め，徐々に本来の損失の強度に戻して学習を行うようにするためである．

4.1.4 評価方法

評価は合成手順コーパスの開発データに対してプロセスを抽出した性能を評価することで行う．

提案手法は辺の抽出に対する手法である．辺の抽出性能の評価を行うため，節点となる用語の位

置とラベルは正解を与えた状態で，辺の抽出のみを対象として評価を行う．比較対象は四種類の

モデルを利用し，ベースラインである 4.2 節のルールベースの抽出器（ルールベース），この抽出

器によって抽出されるグラフを編集モデルで編集したもの（ルール＋編集），辺が無い状態のグラ

フから編集モデルによって辺を接続したもの（編集のみ），ランダムに辺を接続したもの（ランダ

ム＋編集），編集順序をランダムにしたもの（ランダム順序＋編集）を比較し評価する．ランダム

＋編集は，ヒューリスティクスによるルールが有効に作用しているかどうか比較して確認するた

め，辺の数をルールで抽出したものと同じ数にそろえ，ランダムに辺を接続したものを編集した．

ランダム順序＋編集は，近い節点ペア順に編集を進めることの有効性を確認するために，順番を

ランダムにして編集を行うものと比較する．

評価指標は適合率（Precision）・再現率（Recall）・F値（F-measure）を用いる．これらの評

価指標は分類タスクにおいて標準的に用いられている評価指標で，類似のタスクの関係抽出でも

利用されている [5, 6]．正解データの中で辺が接続している場合を正例，接続していない場合を負

例と言い，正しく正例が予測できた数（True Positive，TP）・誤って正例と予測した数（False

Positive，FP）・誤って負例と予測した数（False Negative，FN）の 3値によってこれらの指標は
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定義される．ぞれぞれの定義は以下のようになる．

Precision =
TP

TP+ FP (4.2)

Recall = TP
TP+ FN (4.3)

F−measure = 2 · Precision · Recall
Precision+ Recall (4.4)

適合率はモデルの出力が正確にできているかどうかを示しており，モデルが誤って正例と予測

するかどうかに着目した評価ができる．再現率は，正解のデータの正例の内，どれだけカバーして

予測できたかどうかを評価可能である．F値はそれらの調和平均を示しており，適合率と再現率

のバランスを取った数値で，モデルの性能の指標となる．F値は二種類の方法で計算し，辺のクラ

ス毎に算出した F値の平均を取るマクロ F値と，クラスに関係なく全体の F値を算出したマイク

ロ F値を用いて評価する．マクロ F値はうまく予測出来ていないクラスがあるような，クラスご

とのばらつきを確認することができ，マイクロ F値は全体的な予測性能が評価できる．適合率と

再現率は，断りがない限りは，マイクロ F値と同様に全体の数値から計算する．

4.2 ルールベースの抽出器

評価のためのベースラインと，グラフの編集モデルの編集対象のグラフを作成するためのルー

ルベースのエッジ抽出器の詳細を示す．ルールベースの抽出器では，記述されたルールに従い，ル

ールに適合するものに対して辺を接続する．ルールは主に用語間の距離とその用語ペアのラベル

によって定義する．本節では，合成手順コーパスの関係を抽出するためのルールを示す．ルールは

例えば，接続しうる用語ラベルの用語のうち最も近いものに辺をつける，つまり材料の投入の辺

であれば材料と操作間で文章中で最も近いものに辺をつける，といったような単純なルールとし

て定義する．

ルールの記述は，Headと Tailになる節点の用語ラベル毎に定義する．辺の種類はOperation–

Operation・Operation–Material・その他の辺の 3種類に分類してルールを定義する．ルー
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ルは節点ペアの用語ラベルごとに出現順序と距離に合わせて定義する．距離は用語ペア間に存在

する語の数で定義され，文章をスペース区切りにすることで単語分割した．

4.2.1 Operation–Operation

Next_Operation：Operation–Operation の 辺 ラ ベ ル は， 操 作 の 進 行 を 示 す

Next_Operationのみの一種類である．この辺は，操作の進行の順にOperationが記述され

ていると仮定して，Operationの用語が出現した順番に，前から後ろへNext_Operationの

辺をつける．

4.2.2 Operation–Material

Operation–Material間の辺は，操作と材料間の関係を示すもので，辺ラベルは材料の投入

を表す Recipe_Precursor・生成物の生成を示す Recipe_Target・中間生成物の生成を示

す Participant_Material・操作の溶媒となる材料を示す Solvent_Material・操作の雰

囲気を示す Atmospheric_Materialの 5クラスが存在する．これらはイベントとしてタグ付

けされているが，ここでは変換して用語ペア間の辺に変換して解く．基本的にはMaterialから

文中で最も近傍に記述されている Operationに関係をつけるが，その時の関係クラスの判定基

準を以下に示す．

Solvent_Material・Atmospheric_Material・Participant_Material：これらの

クラスについては，クラス毎に辞書を用意し，マッチした辞書に割り当てられたクラスの辺

をMaterial と最近傍の Operation に対する辺を接続する．Solvent_Material は溶媒・

Atmospheric_Material は雰囲気・Participant_Material は中間材料となる材料であ

る．これらの場合については特定の物質が該当する場合が多く，例えば，“water”は溶媒になり，

“Ar”は雰囲気，“solution”のような一般的な語で表されるMaterialは中間材料となる場合が

多いといえる．そこで，溶媒や雰囲気になりやすいものをあらかじめ辞書として作成し，Tailと

なるMaterialがそれにマッチした場合はそのクラスに割り当てる．訓練データのうち，主に頻
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出する上位の単語を辞書に追加するが，他のクラスとかぶっている場合や特徴的なものに関して

は，抜いたり，正規表現で指定したりした．それぞれの辞書を Solvent_Material について

は表 11，Atmospheric_Materialについては表 12，Participant_Materialについては

表 13に示した．

Recipe_Precursor・Recipe_Target：これらのクラスは，単純な辞書などでの分類が

困難であり，文脈に基づいた判定が必要である．そこで，判定できない中でもより正しく予

測するため，Solvent_Material, Atmospheric_Material, Participant_Material

の辞書に該当しない Material をすべて，実際に訓練データに存在する辺の数がより多い

Recipe_Precursorのクラスの辺として最近傍のOperationに対して接続する．つまり，こ

のルールベースモデルでは Recipe_Targetの辺は出力されない．

表11: Solvent_Materialについての辞書

表現
.*water.*

.*(n|alcoh|glyc)ol.*
.*NaOH.*
.*HCl.*

.*acetone.*
.*acid.*
.*H2O.*

.*chloroform.*
.*sodium hydroxide.*

.*DMF.*
.*THF.*

.*N,N-dimethylformamide.*
.*hexane.*
.*toluene.*
.*H2SO4.*
.*EtOH.*
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4.2.3 その他の関係

本節までに説明した関係以外のその他の関係ラベルは，材料に対する条件付けを示す Prop-

erty_Of・操作に対する条件付けを示す Condition_Of・数値と単位の間の関係を示す

Number_Of・材料に対する量の条件付けを示す Amount_Of・その他の条件付けを示す

Descriptor_Of・数値条件に対する条件付けを示す Type_Of・材料や装置のブランドを示

す Brand_Of・操作で利用する装置を示す Apparatus_Of・装置に対する数値条件付けを示

す Apparatus_Attr_Ofの 9クラスある．これらのクラスに対しては，Headと Tailのクラ

スとその間の距離のみでルールを定義する．

Property_Of：この辺ラベルは，材料に対する数値条件などの条件付けを示す．辺は

Property-Unit による数値条件付けとその他の条件付けの Property-Misc の 2 種類の用

語ラベルを Head としてとる．Tailとしては材料を示すMaterial と Nonrecipe-Material

の 2種類の用語ラベルをとる．この内，Headのラベル毎に場合分けしてルールを作成する．

Property-Unit を Head とする場合では，プロセスに対して直接関係する Material の

表12: Atmospheric_Materialについての辞書

表現
.*air.*

.*argon.*
.*Ar.*
.*N2.*

.*nitrogen.*
.*H2.*

.*oxygen.*
.*O2.*

.*hydrogen.*
.*CH4.*
.*H2S.*
.*He.*
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みに対する関係を考慮して，Property-Unit から文内でもっとも近傍に存在するMaterial

に対して Property_Of の辺を割り当てる．これは，科学技術文献の特徴上，プロセスに関

連しない材料に関しての数値条件を記述することは少なく，実際のルール開発データ内にも

Property-Unit–Nonrecipe-Materialの辺は 1件のみしか存在しなかった．このことから，

Property-Unitでは，プロセスに関係するMaterialのみに対して関係を割り当てる．

Property-Misc を Head とする場合では，実際のデータ中に Material と Nonrecipe-

Materialの両者に対して関係を持つ場合が多く存在したため，文中で Property-Miscから最

も近傍に存在するMaterialもしくはNonrecipe-Materialに対して接続する．Property-

表13: Participant_Materialについての辞書

表現
.*solution.* .*precipitates.*
.*mixture.* .*carbon.*
.*product.* .*silica.*
.*samples.* .*HCl.*

.*precipitate.* .*NaBH4.*
.*powder.* .*slurry.*

.*suspension.* .*Cu.*
.*precursor.* .*H2O.*
.*sample.* .*Samples.*
.*products.* .*ZnO.*
.*chemicals.* .*KOH.*
.*powders.* .*compound.*

.*GO.* .*filtrate.*
.*solid.* .*NaOH.*
.*pellets.* .*films.*
.*solvent.* .*graphene.*
.*materials.* .*polymer.*
.*particles.* .*CTAB.*
.*material.* .*zeolite.*

.*gel.* .*SnO2.*
.*reagents.* .*membrane.*
.*precursors.* .*hydrochloric aci.*
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Misc–(Material|Nonrecipe-Material) の辺は，材料に対する様々な条件付けを付与する関

係であるため，プロセスに関与するMaterialと関与しない Nonrecipe-Materialのどちら

に対する場合も多く存在しており，両者に対する関係を考慮して抽出する．近傍のペアで接続す

るのは，条件付けは係り受けを考慮すると，近隣に記述されることが多いためである．

Condition_Of：この辺ラベルは，温度条件のような，操作に対する条件付けを示すラベルで，

数値条件を示す Condition-Unit とその他の条件である Condition-Misc を Head としてと

る．この辺では全ての Headになりうる用語から文内で最も近傍に存在する Operationに対し

て，Condition_Ofの関係を割り当てる．

Number_Of：この辺ラベルは，Head である数値 Number と Tail となる数値情報の単

位 Property-Unit・Condition-Unit・Apparatus-Unit を結びつけるラベルである．文

献中の数値は多くの場合で “100 K” や “1 cm2” のように数値の後ろに単位が記述されるケー

スが多い．このことから，Number から文内の後方で Property-Unit・Condition-Unit・

Apparatus-Unitの内で最も近傍に記述されている用語に対して辺を接続する．

Amount_Of：この辺ラベルは，Headの量を表す単位のAmount-Unitとその他の量の条件

Amount-Miscから Tailとなる材料のMaterial・Nonrecipe-Materialへ接続して材料の

量の条件を付加する．数値条件の量的単位のAmount-Unitとその他の量を示す条件Amount-

Unit から，プロセスに関与する材料Materialと関与しない材料 Nonrecipe-Material の

うち，文内で最近傍のものに対して辺を接続する．

Descriptor_Of：この辺ラベルは，粉末状といったような材料の状態などの条件を示す

Material-Descriptorや装置の状態といった条件Apparatus-DescriptorをHeadとして，

それぞれ対応する Tailとなる材料のMaterial・Nonrecipe-Materialと装置の Synthesis-

Apparatus・Characterization-Apparatusに対する条件付けをする．

まず，材料の状態を示すMaterial-Descriptorから材料に対する関係では，文内で最も近

傍に存在するMaterial 及び Nonrecipe-Material の両者に対して，Descriptor_Of の

辺を接続する．また，装置の状態を示すApparatus-Descriptorからの関係では，合成プロセ
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スに関係する装置である Synthesis-Apparatusに対して辺を接続する．特性を調べる装置であ

る Characterization-Apparatusは，合成プロセスに関係しないため，実際のデータ中でこ

の辺は小数しか存在していないことからここでは考慮しない．これは，プロセスに重きをおいて

に記述されている文章では，特性を調べる装置については詳しい説明を必要としない場合が多い

ためだと考えられる．

Apparatus_Of：この辺ラベルは，操作で利用する装置を指定するためのラベルで，Headとし

て Synthesis-ApparatusとCharacterization-Apparatus，TailとしてOperationをと

る．(Synthesis-Apparatus|Characterization-Apparatus)–Operationの辺では，“He

side was detected with a gas chromatograph.”の様に，操作に対する条件を後ろから修飾するよう

に述べられる場合が多いため，Synthesis-Apparatus及び Characterization-Apparatus

から，前方で最も近傍に存在する Operationに対して辺を接続する．前方に存在しない場合は，

後方に述べられている可能性を考え，後方で最も近傍に存在する Operationに対して辺を接続

する．

Type_Of：この辺ラベルは，数値条件の種類などのタイプを示すためのラベルで，例え

ば，“heating rate of 2 degC min-1” のように，数値条件の種類を指定するラベルである．ま

ず，材料の数値条件の種類についての Property-Type–Property-Unit と，装置の数値条

件の種類を示す Apparatus-Property-Type–Apparatus-Unit については，それぞれ文中

で最も近傍に存在する対応した単位に対して関係を割り当てる．操作の条件の種類についての

Condition-Type–Condition-Unitについては，ルール開発用データで抽出精度が高かったた

め，Condition-Typeから文中の前方で最も近傍に存在するCondition-Unitに関係を割り当

てる．

Brand_Of：この辺ラベルは，材料や装置のブランドを指定する辺である．材料のブラ

ンドについては，“hydrazine monohydrate (Alfa Aesar, 99%),” の様に，後ろに記述される

ことが多いため，Brand から前方に対し，文内で最も近傍に存在する Material もしくは

Nonrecipe-Materialに対して辺を接続する．装置のブランドについては，Brandから最近
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傍の Synthesis-Apparatus・Characterization-Apparatusに対して辺を接続する．

Apparatus_Attr_Of：この辺ラベルは，“500 ml flask”のように，装置の属性となる値を示

すためのラベルである．このような数値は近傍に記述されることが多いため，Apparatus-Unit

から最近傍の Synthesis-Apparatusもしくは Characterization-Apparatusに対して辺

を接続する．

Coref_Of：この辺ラベルは，同一材料を示すものをつなぐラベルである．同一の材料は文脈

上やその語の構成から読み解かなければないため，ルールベースで解くことは困難であり，ほと

んど正しい予測が出来ないため，ルールベースでは対象としない．

4.3 実験結果

編集モデルの有効性を確認するために，合成手順コーパスに対する抽出性能を評価する．合成

手順コーパスに対する抽出手法は提案されていないため，作成した 4.2 節のルールベース手法で

抽出したものをベースラインとして比較する．さらに，ルールベース手法の結果を編集すること

の有効性を確認するために，ルールベースで出力された辺を編集する場合（ルール＋編集）と，辺

が全くついていない状態から編集を進める場合（編集のみ）に対して評価を行った．

表14: グラフの編集モデルとルールベース抽出器の比較

モデル 適合率 再現率 マイクロ F マクロ F

ルールベース 開発 0.784 0.812 0.797 0.683
評価 0.808 0.807 0.807 0.689

編集のみ 開発 0.819 0.883 0.850 0.815
評価 0.769 0.823 0.795 0.720

ルール＋編集 開発 0.832 0.873 0.853 0.837
評価 0.805 0.800 0.802 0.788

ランダム＋編集 開発 0.837 0.838 0.837 0.752
評価 0.773 0.795 0.784 0.694

ランダム順序＋編集 開発 0.783 0.784 0.784 0.752
評価 0.748 0.743 0.745 0.697
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得られた結果は表 14に示した．まず，ルールベースと，提案手法であるルール＋編集を比較す

ると，開発データに対する性能では全てにおいて上昇しているが，評価データに対しての性能を

比較すると，マイクロ F値においては，ほぼ同値であるが，ルールベースのほうがわずかに高い

性能を示している．一方で，マクロ F値ではルール＋編集のほうが約 0.1ポイントほど高い性能

を示した．これらの結果から，全体的な性能はほぼ同等である一方で，クラスごとに性能を見る

と，ルール＋編集のほうが高い性能を示していることから，それぞれのクラスで突出して予測で

きていないクラスはなく，バランスよく予測できていることを示している．

ルール＋編集と編集のみを比較すると，開発・評価ともにルール＋編集のほうが高い性能を示し

ている．特にマクロ F値についてはルール＋編集のほうが高い性能を示した．この結果から，ル

ールベースの抽出器の抽出結果を利用することで，クラスごとの性能のばらつきを減らすことが

できるといえる．

ヒューリスティクスに基づいたルールによって接続した辺の効果を確認するために，ルール＋

編集と，辺をランダムに接続したランダム＋編集を比較すると，ルール＋編集のほうが高い性能

が得られ，ヒューリスティクスの有効性が確認できた．ランダムな辺で接続した場合では，編集の

みと比較すると，GCNによって節点同士で情報が伝播するが，ルール＋編集と比較すると，伝播

する情報が規則性のないものになる．得られた結果は，ランダム＋編集は，ルール＋編集や編集の

みよりもマイクロ Fとマクロ F両者において抽出性能が低くなった．これは，ランダムに伝播す

る情報がノイズとして作用してしまい，抽出性能が低下したと考えられる．この結果から，編集対

象のグラフの辺は，ランダムではなく指向性がある接続をしている必要があると示唆される．

ランダム順序＋編集の抽出性能は，マイクロ Fについては一番低い性能で，マクロ Fについて

もルールからほとんど向上がみられなかった．ランダム順序＋編集は，編集する順序をランダム

にして，その他はルール＋編集と同じ条件での実験である．この結果は，近い順に辺を編集する方

策が有効であることを示しており，グラフの編集モデルで得られた性能に大きく寄与しているこ

とを示している．
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4.3.1 クラスごとの評価

辺のクラスごとの抽出性能の評価を行う．この評価では，グラフの編集モデルが得意とするク

ラスを確認することで，モデルの傾向を評価できる．表 15はルールベースの抽出器における性能，

表 16は辺が全く接続されていない状態から編集した編集のみにおける性能，表 17はルールベース

モデルの結果を編集したルール＋編集の評価データに対する性能評価である．開発データに対す

る評価は付録 A に示した．これらを比較すると，編集モデルとルールベース抽出器は異なる出力

をしていることがわかる．例えば，Next_Operationを比較すると，ルールベースの抽出器の

出力を編集モデルに与えているにも関わらず，編集した後では性能が低くなっていることがわか

る．一方で，Atmospheric_Materialを比較すると編集によって大きく性能が上昇している

ことがわかる．このことから，編集モデルでは，文脈とグラフ上での整合性を考慮することで高い

性能が得られている一方で，ルールによるヒューリスティクスが活用しきれていない部分がある

表15: 評価データに対するルールベース抽出器におけるクラス毎の抽出結果

辺クラス 適合率 再現率 F値
Next_Operation 0.990 0.881 0.932

Recipe_Precursor 0.730 0.414 0.528
Recipe_Target 0.000 0.000 0.000

Participant_Material 0.419 0.800 0.550
Solvent_Material 0.697 0.418 0.522

Atmospheric_Material 1.000 0.378 0.549
Property_Of 0.905 1.000 0.950
Condition_Of 0.963 0.981 0.972

Number_Of 0.943 0.961 0.952
Amount_Of 0.744 0.865 0.800

Descriptor_Of 0.931 0.979 0.955
Type_Of 0.769 1.000 0.870

Brand_Of 0.561 0.920 0.697
Apparatus_Of 0.972 0.854 0.909

Apparatus_Attr_Of 0.909 0.769 0.833
Coref_Of 0.000 0.000 0.000
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ことが示唆される．

編集のみとルール＋編集を比較すると，多くのクラスにおいてほとんど同等の性能が得

られている一方で，Recipe_Target・Solvent_Material・Atmospheric_Material・

Property_Of・Condition_Of・Type_Of・Apparatus_Attr_Ofのクラスにおいて

はルール＋編集の方が高い性能を得られている．ルール＋編集と編集のみの差はルールベースの抽

出均の抽出結果を利用したことのみであることから，ルールベースを利用することでこの違いが生

じたと考えられる．Property_Of・Condition_Of・Type_Of・Apparatus_Attr_Of

については，ルールベースの抽出器によって高い性能での抽出が出来ているため，その抽出結果を

継承することが出来たと考えられる．しかしながら，Recipe_Target・Solvent_Material・

Atmospheric_Materialについては，ルールによる抽出では抽出がうまくできていない．要因

として考えられるのは，ルール＋編集では，対象の節点が誤っているクラスであったとしても，入

力の時点で辺で接続されているため，GCNによって周囲の情報が伝搬されて，クラス分類の性能

表16: 評価データに対する編集のみにおけるクラス毎の抽出結果

辺クラス 適合率 再現率 F値
Next_Operation 0.772 0.768 0.770

Recipe_Precursor 0.494 0.710 0.583
Recipe_Target 0.545 0.750 0.632

Participant_Material 0.556 0.611 0.582
Solvent_Material 0.545 0.486 0.514

Atmospheric_Material 0.786 0.733 0.759
Property_Of 0.667 0.933 0.778
Condition_Of 0.822 0.898 0.859

Number_Of 0.990 0.972 0.981
Amount_Of 0.856 0.867 0.863

Descriptor_Of 0.980 0.943 0.962
Type_Of 0.308 1.000 0.471

Brand_Of 0.585 0.889 0.706
Apparatus_Of 0.639 0.767 0.697

Apparatus_Attr_Of 0.545 0.500 0.522
Coref_Of 0.786 0.917 0.846
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が上がったと考えられる．これらのクラスは，周囲の情報を受けやすく，例えばRecipe_Target

は最終的に生成される材料であることから，その材料の節点の周囲の情報を利用することで予測

がしやすくなったと考えられる．Solvent_Material と Atmospheric_Material の場合

ではそれぞれ溶媒と雰囲気であることから，条件として容積といったような情報がついている場

合には，そのクラスを予測しやすくなる，といったような推論が可能になる．編集のみの場合で

は，元の用語が近い節点同士の予測時にはほとんどの辺が接続されておらず，徐々に辺が接続さ

れていく様に編集が進む．そのため，辺がつきやすい近い節点ペアの予測時には周辺の情報が利

用できないことから，抽出性能に差が出たと考えられる．

それぞれのクラスの性能について比較すると，まずNext_Operationでは，ルールベースの

方が F値 0.932と，編集された結果の F値 0.778と比較して大幅に高い性能を示していることが

わかる．Next_Operationは文章中に対して記述された操作の順番に繋いでいく辺のラベルで

ある．定義したルールは単純に出現した Operationの順番に Next_Operationを繋いでい

表17: 評価データに対するルール＋編集におけるクラス毎の抽出結果

辺クラス 適合率 再現率 F値
Next_Operation 0.822 0.738 0.778

Recipe_Precursor 0.517 0.605 0.558
Recipe_Target 0.818 0.692 0.750

Participant_Material 0.524 0.619 0.568
Solvent_Material 0.788 0.473 0.591

Atmospheric_Material 0.929 0.867 0.897
Property_Of 0.905 0.864 0.884
Condition_Of 0.925 0.892 0.908

Number_Of 0.990 0.976 0.983
Amount_Of 0.769 0.869 0.816

Descriptor_Of 0.941 0.914 0.928
Type_Of 0.923 0.923 0.923

Brand_Of 0.634 0.897 0.743
Apparatus_Of 0.750 0.675 0.711

Apparatus_Attr_Of 0.909 0.667 0.769
Coref_Of 0.714 0.909 0.800
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くという単純なものであったが，編集されたものより正確な抽出が出来ていた．これは，ほとんど

の場合で本来出現パターンのみの情報で解くことができる Next_Operation の辺の抽出に対

して，深層学習モデルを利用して文脈情報が入ることによってノイズとして作用してしまい，編

集の性能を下げているということが予測できる．Apparatus_Ofの辺についても同様に，出現

パターンが重要であると考えられる．

一方で，その他の辺のラベルに対しては，編集したものの方が高い性能を示している．これは，

その他の辺のラベルについては，付加した文脈情報が有効に作用し，さらにグラフ上での整合性

を考慮したモデルが効果を発揮していると言える．例えばプロセスの出発材料と生成物を表す

Recipe_Precursorと Recipe_Targetでは，主語や目的語になったMaterialと動詞と

なった Operationの係り受けのような情報に基づいた推論が重要となると予測できる．それぞ

れ溶媒と雰囲気を表す Solvent_Materialや Atmospheric_Materialでは，対象となる

材料の特性や構成元素・三態などの情報と，文脈から溶媒や雰囲気として利用されたのか，投入や

生成された材料なのか判定する必要がある．Property_Ofや Condition_Ofなどの条件付

けも係り受けなどの文脈情報が重要であると言える．

このように，辺のクラスごとに必要な情報が異なり，利用した情報によって抽出した結果が異

なることがわかる．編集するよりもルールベースの方が正しく抽出出来ている場合があるという

点から，ルールベースの抽出器の結果を利用するか編集するかを選択的に定めるようにモデル化

することでこの問題が解決できると予測でき，これは今後の課題とする．

4.3.2 モデルの編集の最大距離

モデルを編集するに当たって，編集を近い順番に行う最大距離 dmax の差について分析する．本

来は，すべての距離において別々に編集を行うことで，すべての辺を近い順に抽出をするべきで

ある．しかしながら，モデルを学習するためには計算の勾配を保存する必要があり，編集の回数

が増えれば増えるほど勾配が増加し，計算コストも増加する．そこで，計算機のメモリ上で取り

うる最大の編集回数となる dmax = 15 を最大として，距離ごとの性能を比較することで，dmax
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図7: 開発データに対する編集の最大距離 dmax とマイクロ F値の関係

と性能の関係を確認する．実験は基本的に表 8と表 10に従ってモデルを構築するが，dmax のみ

1, 2, · · · , 15と変化させて開発データに対するマイクロ F値で評価する．

結果は図 7に示した．dmax = 1はすべての辺を同時に定めている場合で，dmax が増加してい

くにつれて，距離が近いペア同士を独立した予測をして行くようになっていく．結果を見ると，可

能な限り近いペア同士は独立させて予測させた方が高い性能が得られることがわかる．このこと

から，近い順に，簡単なものから難しいものへと編集を進める方策はグラフの抽出において効果

的に作用することが示唆される．

また，dmax は，dmax ≥ 10で飽和していることが読み取れることから，dmax ≥ 10では同時に

編集を行うことは問題ないということがこの結果から示せる．dmax →∞として，すべての距離

の辺を独立して編集するようにすると，計算コストが著しく増加するため困難である．しかし，本

実験で dmax ≥ 10であればようことが示されたことから，ハイパパラメタチューニングで選択さ
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図8: グラフの編集モデルに対する次元数の特性

れた dmax = 15で十分である．

4.3.3 パラメタの解析

チューニングして得られた表 10のパラメタと，チューニング時にその他のパラメタで学習した

場合の性能と比較し，それぞれのパラメタに対して考察する．実験はチューニングで得られたパ

ラメタについて，一つのパラメタのみを変化させて開発データに対するマイクロ F値を確認する

ことで，編集モデルに対するそれぞれのパラメタの特性を確認する．dmax については 4.3.2 節で

行った実験がこれに該当するため，本節では省略する．

まず，隠れ層の次元数に対するグラフの編集モデルの特性を確認する．次元数を 2n (n =

5, 6, 7, 8, 9) = [32, 64, 128, 256, 512]の範囲として実験を行った．隠れ層の次元数を変化させた結
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図9: グラフの編集モデルに対する GCNの層の数の特性

果を図 8に示した．結果を見ると，次元数が増えると性能が向上していき，最適なパラメタとして

得られた 128次元を最大にしてそれ以上大きくすると小さくなっていくことがわかる．このこと

から，128次元が最適なパラメタとなっていることがわかる．

次元数を増加させると，モデル自身の表現力は，内部の重みの数が増えるため，表現力は向上す

る．しかしながら，図 8の結果から，単純に増加させるだけではなく，適切な数値を選択する必要

があるとわかる．これは，モデルの表現力が高い場合では，訓練データに対して過適合してしまう

ためであると考えられる．過適合すると学習に利用されたデータに対しては正しい出力が可能だ

が，開発データや評価データのような未知のデータに対する性能が低くなる．これはパラメタ数

が多いことによって，訓練データに出現するパターンを重みで記憶するように働いてしまい，汎

化性能が下がるために生じる．このように過適合を生じさせないようにするために，次元数のよ

うな重みの数を設定するパラメタは適切に設定する必要がある．

56



次に GCNの層の数に対するグラフの編集モデルの性能を確認する．GCNの層の数は，グラフ

上での考慮する隣接節点の最大距離を示している．例えば 0層の GCNでは自身の節点のみ，1層

では自身の節点と隣接節点，2層では自身の節点と隣接節点に加えて隣接節点の隣接節点の情報を

考慮した各節点の表現を計算する．本実験では考慮する節点の範囲に対して性能がどのように変

化するか考察する．

実験は GCNを利用しない 0層から 3層までの範囲で行った．結果を見ると，GCNを利用しな

い場合では最低の性能を記録し，GCNの層の数を増加させると徐々に性能が向上していき，2層

で最大値をとり，3層では性能が低下した．このことから，2層が最適なパラメタとわかる．GCN

では層の数を増やせば増やすほど考慮できる節点の範囲は増加するが，本実験では 3層まで増加

させると性能が低下した．これは，プロセス抽出において考慮する節点は GCN2層で考慮可能な

範囲で十分であったことを示唆しており，それ以上の距離の節点情報は冗長でノイズとして作用

してしまっていると考えられる．

また，この結果から，グラフとしての特徴が有効であることが示せる．GCNが 0層のときGCN

が利用されないため，グラフとしての特徴は利用せずに，文脈から得られた N̄ から直接予測予測

するようになる．GCNを利用している 1層以上の結果と比較すると，GCNを利用していない 0

層のマイクロ F値は 0.02ポイント以上低い結果が得られた．この結果から，情報抽出をグラフの

抽出として定式化し，そのグラフとしての特徴を考慮して抽出すると効果的に抽出が可能である

といえる．

4.3.4 実際の事例

実際に抽出した例を比較して，その抽出の特性を確認する．グラフを抽出した内の一部を可視

化したものを示す．対象としたのは図 10の文章で，図 11は正解データ，図 12はルールベース抽出

器の出力，図 13はルールベース抽出器の出力を編集したものである．これらの図における節点と

辺の色はそれぞれのクラスを表している．節点の語の後ろに「_」が記述されているものは，同じ

グラフ上に同一の語が含まれているために，それらを区別するために追加した．図 10内で下線が
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10.1016/j.ssc.2007.04.044
Influence of Ni doping on the properties of perovskite molybdates SrMo1-
xNixO3 (0.02<=x<=0.08)

A series of polycrystalline samples of SrMo1-xNixO4(0.02<=x<=0.08)
were prepared through the conventional solid-state reaction method in air.
Appropriate proportions of high-purity SrCO3, MoO3, and Ni powders
were thoroughly mixed according to the desired stoichiometry, and then
prefired at 900 [?]C for 24 h. The obtained powders were ground, pelletized,
and calcined at 1000, 1100 and 1200 [?]C for 24 h with intermediate
grinding twice. White compounds, SrMo1-xNixO4, were obtained. The
compounds were ground and pressed into small pellets about 10 mm
diameter and 2 mm thickness. These pellets were reduced in a H2/Ar (5%:
95%) flow at 920 [?]C for 12 h, and then the deep red colored products of
SrMo1-xNixO3 were obtained.

図10: テキスト例 [4]

引かれている語句は節点となる用語である．

まず，ルールベースで抽出された結果と正解データを比較すると，全体的には正しく抽出でき

ている部分も多いが，節点ペアの Headと Tailの組み合わせは正しいが辺のクラスの誤りがある

場合や，辺が足りていない部分などの誤りが多く見られる．これは，文脈や材料ごとの特徴などの

情報をあまり考慮していないルールでは材料がどの役割を持つ材料なのか十分に分類出来ないこ

とが原因だと言える．特に右下部の「mixed」に着目すると，ルールでは「prepared」からの辺が

つけられているが，実際には段落の最初に材料「SrMo1-xNixO4」を準備する，という宣言である

ため，その後のプロセスに直接には関連しないため，「mixed」と「prepared」の間に辺は存在し

ない．このような問題は，文脈から判定しなければ判定が難しいため，ルールベースの抽出器で抽

出するのは困難である．

ルール＋編集と正解を比較すると，一部の辺が抽出出来ていない場合が見られるが，ほとんど

正解に近いグラフが抽出できている．中央少し上方の「pressed」から「reduced」への辺に着目

してみると，ルールベースの抽出器では抽出できているにもかかわらず，ルール＋編集では抽出
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図11: 正解データのグラフ

できていないことがわかる．これは，深層学習モデルに対して入力されたことで，文脈のような

ほかの情報が優先的に扱われてしまい，ルールによるヒューリスティクスがあまり考慮できてい

ないことが原因だと考えられる．また，右下の「h_」と「C_」から「calcined」・中央少し右上

の「C」と「h」「reduced」への辺が抽出できてない．もともとの文と見比べると，「calcined at

1000, 1100 and 1200 [?]C for 24 h」と「reduced in a H2/Ar (5%: 95%) flow at 920 [?]C for

12 h」はどちらも単純な文法で条件が記述されており，人間が見た場合では，専門家でなくても

英語がある程度わかる人であれば抽出可能な内容である．類似のパターンでは，右下部の「h__」

と「C__」から「preheated」の辺は抽出できている．「calcined」は煆焼する意味であり，意味的

にも予測しやすい辺であったが予測できなかったが，「reduced」に関しては，「減らした」という

意味の語であるため，温度条件や時間条件とは共起しにくいためであると考えられる．

このように，ルールベースの抽出器と深層学習による編集では，抽出内容に差異があるとわか

る．本提案手法はルールベース抽出器の出力を編集するモデルによってルールベース抽出器と深
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図12: ルールベース抽出器の出力グラフ

層学習器の利点を活かすことを目的に編集を行った．しかしながら，実際には後段にある深層学

習モデルによって，ルールによるヒューリスティクスの特徴があまり利用できていない抽出結果

が得られた．今後は編集前のグラフと編集後のグラフの両者の利点を活かすことが可能な組み合

わせ方を模索する必要がある．
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図13: ルール＋編集の出力グラフ
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5. 結論
本論文をまとめるに当たって，本論文のまとめと今後の課題について述べる．

5.1 まとめ

本研究では，文献からの情報抽出をグラフの抽出として定式化し，その抽出を利用性が高くな

るよう，グラフの編集によってグラフの抽出に取り組み，そのための一歩として，辺の編集に取

り組んだ．グラフ構造は様々な形式の情報を網羅的に表現可能な形式であることから，適用範囲

が広いと考えられ，本研究ではその中でも需要の高い無機材料分野の合成プロセス抽出を対象と

して有効性を確認した．合成プロセスの抽出では最先端の結果が得られ，ベースラインとしたル

ールで抽出したグラフと比較して，ルールで抽出したグラフを編集した場合ではマクロ F値で約

0.1ポイントの向上が見られた．一方で，ルールを利用せずに，辺が全く接続されていない節点の

みの状態のグラフを編集することで徐々に辺を接続した場合でも，ある程度の性能が得られるこ

とを示した．

グラフの編集モデルでは，編集のために深層学習モデルのグラフの辺分類モデルを利用し

た．文脈上・グラフ上での整合性がとれた辺の分類を行うために，各節点の初期ベクトルとし

て Longformer のような Transformer ベースの事前学習モデルによって得られた特徴を利用し，

GCNによって辺に沿って節点のベクトルを伝搬させることで，文脈とグラフ構造の両者を考慮し

た表現を獲得し，この表現に基づいて辺を分類した．編集はすべての節点ペアの間の辺を分類し

て，その結果によって上書きすることで行った．この時の順序を，元の文章中で隣接している節点

ペア間の辺から順番に，徐々に離れているペア間の辺を分類するようにすることで，簡単な問題

から難しい問題へと解き進めるように作用し，性能が向上することを示した．
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5.2 今後の課題

本研究を経て必要となる今後の課題について述べる．

• 編集前のグラフの知識をより利用しやすいモデルの作成

クラスごとに抽出性能を比較すると，編集モデルの入力として利用されているルールによ

る抽出結果のほうが高い性能を示しているクラスがあり，深層学習モデルに入力して得ら

れた出力で上書きしたため，ルールに利用したヒューリスティクスが利用しきれていない．

グラフの編集モデルでは既存のシステムによって抽出された情報を編集するため，既存の

システムとグラフの編集モデルの二つのモデルでの抽出をする．編集前のグラフとグラフ

の編集モデルによる抽出の両者のうち正しいものを選択すればより正確に抽出が可能にな

るが，本研究で提案したグラフの編集モデルではグラフの編集モデルの出力が優先され，編

集前のグラフの情報はあまり利用できていなかった．

この問題を解決するため，編集前のグラフとグラフの編集モデルの出力のうち，正しい辺

を取捨選択するような機構を作成する必要があるといえる．提案したグラフの編集モデル

は，編集前のグラフを入力としたグラフの辺の分類モデルによって抽出された結果によっ

て編集前のグラフに関係なく上書きすることで編集を実現している．そのため，グラフの

辺の分類モデルに利用されている深層学習モデルの特性が出やすい．辺の分類モデルでは，

編集前の辺の情報を直接的には利用しておらず，GCNによってグラフの構造情報としてし

か利用していない．そのため，入力された辺がどのような辺であったかはあまり考慮でき

ていない．編集前のグラフの知識を利用しやすいように，編集前のグラフの情報を取捨選

択して導入するモデルの作成が必要である．

• グラフの編集モデルの拡張

本研究で提案したグラフの編集モデルは，辺の編集に対する提案のみで，節点の編集につい

ては実現できていない．そのため，辺の編集のみは可能であるが，任意のグラフの編集や，
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節点が与えられていない状態での情報抽出は現状ではできないモデルとなっている．節点

の編集は，既存の辺に直接的に影響を及ぼすため困難であり，例えば辺が接続されている

節点を削除しようとすると，その辺は片方の節点のみにしか接続していない辺になり，不

整合が生じる，といった事象が起こる．

この問題点を解決するために，グラフの編集モデルを節点の編集が可能なモデルに拡張す

る必要がある．実際には，単語や語句といった最小要素まで分割したものを節点として，そ

の節点を用語としてグループ化し，そのグループ同士で辺を接続することで実現する方法

が考えられる．

• 編集前のグラフの抽出

本研究での提案では，編集前のグラフはルールベースの抽出器を用いているが，ルールを

作成するのは人手で行う必要があり，そのコストが高いという問題点がある．この問題点

を解決するため，ルールベースの抽出器の作成を自動化する手法や，機械学習などのデー

タ駆動の手法などを用いることで，このコストを削減する必要がある．

一方で，編集前のグラフを全く辺がついてない状態から編集して辺を接続した編集のみで

もある程度同程度の性能が得られることが本研究で示された．そこで，ほかのアプローチ

として，編集前のグラフは抽出を目的としたものではなく，例えば節点を出現順に接続す

る，既存の手法による構文木を初期グラフとする，などのように，編集前のグラフを，コス

トが低い方法で変更して性能の向上を目指す方法がある．

• その他の情報抽出に対する有効性の確認

グラフの編集モデルはグラフ構造の抽出として変換可能な問題であれば適用可能な手法で

あるため，様々な情報抽出タスクに応用が可能なモデルだと予測できるが，検証できてい

ない．本研究では，無機材料分野の文献に対する合成プロセス情報の抽出を対象として取

り組んだが，その他の情報抽出タスクにも応用が可能なモデルである．そこで，様々なケー

スに対して適用して，グラフの編集モデルの適用範囲や有効性を検証する必要がある．
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付録

A. 開発データにおけるクラスごとの結果
開発データに対するクラスごとに見た性能を示す．クラスごとの評価は 4.3.1 節で行ったが，評

価データに基づいた評価のみしか行っていない．本章では開発データに対する性能を示す．表 18は

ルールによる抽出，表 19はルールベースの抽出器の出力を編集したルール＋編集，表 20は辺が全

くついていない状態から編集で辺をつけた編集のみの開発データに対する結果である．

表18: ルールベース抽出器におけるクラス毎の抽出結果

辺クラス 適合率 再現率 F値
Next_Operation 0.995 0.929 0.961

Recipe_Precursor 0.716 0.338 0.459
Recipe_Target 0.000 0.000 0.000

Participant_Material 0.487 0.833 0.615
Solvent_Material 0.643 0.535 0.590

Atmospheric_Material 0.909 0.303 0.455
Property_Of 0.771 0.931 0.844
Condition_Of 0.917 0.953 0.934

Number_Of 0.927 0.962 0.944
Amount_Of 0.685 0.809 0.742

Descriptor_Of 0.791 0.935 0.857
Type_Of 0.714 1.000 0.833

Brand_Of 0.643 0.871 0.740
Apparatus_Of 1.000 0.909 0.952

Apparatus_Attr_Of 1.000 1.000 1.000
Coref_Of 0.000 0.000 0.000
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表19: ルール＋編集におけるクラス毎の抽出結果

辺クラス 適合率 再現率 F値
Next_Operation 0.804 0.851 0.827

Recipe_Precursor 0.672 0.703 0.687
Recipe_Target 0.806 0.694 0.746

Participant_Material 0.655 0.733 0.692
Solvent_Material 0.714 0.741 0.727

Atmospheric_Material 0.909 0.714 0.800
Property_Of 0.857 0.833 0.845
Condition_Of 0.924 0.938 0.931

Number_Of 0.972 0.982 0.977
Amount_Of 0.892 0.866 0.879

Descriptor_Of 0.846 0.865 0.856
Type_Of 0.571 1.000 0.727

Brand_Of 0.667 0.933 0.778
Apparatus_Of 0.950 0.905 0.927

Apparatus_Attr_Of 1.000 1.000 1.000
Coref_Of 0.917 0.846 0.880
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表20: 編集のみにおけるクラス毎の抽出結果

辺クラス 適合率 再現率 F値
Next_Operation 0.837 0.885 0.860

Recipe_Precursor 0.687 0.692 0.691
Recipe_Target 0.484 0.833 0.612

Participant_Material 0.628 0.763 0.689
Solvent_Material 0.821 0.697 0.754

Atmospheric_Material 0.818 0.900 0.857
Property_Of 0.800 0.875 0.836
Condition_Of 0.864 0.905 0.884

Number_Of 0.963 0.991 0.977
Amount_Of 0.885 0.833 0.858

Descriptor_Of 0.846 0.906 0.875
Type_Of 0.571 0.571 0.571

Brand_Of 0.667 0.933 0.778
Apparatus_Of 0.850 0.944 0.900

Apparatus_Attr_Of 1.000 1.000 1.000
Coref_Of 0.917 1.000 0.957
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B. ハイパパラメタチューニング
4.1.3 節で述べたハイパパラメタチューニングで得られた結果について述べる．表 21はチュー

ニングにおいて得られたすべての結果である．

表21: ハイパパラメタチューニングの結果

ID GCNの層の数 次元数 dmax 開発データに対するマイクロ F値

1 0 64 1 0.753

2 0 64 5 0.808

3 0 64 10 0.821

4 0 64 15 0.816

5 0 128 1 0.774

6 0 128 5 0.799

7 0 128 15 0.82

8 0 256 1 0.78

9 0 256 5 0.812

10 0 256 10 0.815

11 0 256 15 0.83

12 1 64 1 0.786

13 1 64 5 0.845

14 1 64 10 0.839

15 1 64 15 0.824

16 1 128 1 0.799

17 1 128 5 0.833
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18 1 128 10 0.837

19 1 128 15 0.843

20 1 256 1 0.805

21 1 256 5 0.836

22 1 256 10 0.847

23 1 256 15 0.844

24 2 64 1 0.786

25 2 64 5 0.82

26 2 64 10 0.846

27 2 64 15 0.846

28 2 128 1 0.802

29 2 128 5 0.834

30 2 128 10 0.847

31 2 128 15 0.853

32 2 256 1 0.798

33 2 256 5 0.828

34 2 256 10 0.841

35 2 256 15 0.844

36 3 64 1 0.789

37 3 64 5 0.829

38 3 64 10 0.851

39 3 64 15 0.847

40 3 128 1 0.794

41 3 128 5 0.835

42 3 128 10 0.848
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43 3 128 15 0.845

44 3 256 1 0.788

45 3 256 5 0.83

46 3 256 10 0.845

47 3 256 15 0.841

48 0 128 10 0.811
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